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RESUMO

GUARIENTI, C. E. Modelagem da temperatura do ar em transecto urbano uti-
lizando LSTM. Cuiabá, 2020, 107f. Tese (Doutorado em Física Ambiental), Ins-
tituto de Física, Universidade Federal de Mato Grosso.

Nas cidades existe um processo de armazenamento de calor durante o dia e de-
volução para atmosfera desse calor durante a noite. Dessa forma, é necessário
compreender como ocorrem as modi�cações de temperatura do ar ao longo do
tempo e espaço para fornecer informações para tomada de decisão. Assim sendo,
esta pesquisa teve como objetivo fazer a predição da temperatura do ar utilizando
Rede Neural Recorrente, do tipo Long-Short Term Memory (LSTM). Utilizou-se
como dados de entrada para Rede Neural variáveis ambientais e de cobertura
do solo, coletadas em transecto móvel noturno na cidade de Cuiabá-MT no ano
de 2011 e 2016, separados por estação: inverno, outono, primavera e verão. Na
preparação de dados para uso da LSTM foi aplicado cálculo de distância que
considerou a questão temporal e espacial. Para prever a temperatura do ar fo-
ram testadas várias combinações de parâmetros da LSTM e dados de 2011 foram
utilizados para prever 2016, e com isso foram criados modelos. Para validar os
testes e comparar dados reais com dados previstos foram utilizadas as estatísti-
cas Coe�ciente de Determinação (R²) e Root Mean Squared Error (RMSE). Os
resultados obtidos com R² superiores a 0,9, em grande parte dos testes, apontam
para viabilidade do uso de LSTM para previsão em séries espaço-temporais. É
possível concluir que o modelo LSTM foi capaz de prever a temperatura do ar
em 2016 e simular para o ano de 2021.

Palavras-chaves: dados ambientais, predição de temperatura; redes neurais
recorrentes; deep learning; séries espaço-temporais.
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ABSTRACT

GUARIENTI, C. E. Modeling air temperature in urban transects using LSTM.
Cuiabá, 2020, 107f. Thesis (PhD in Environmental Physics), Institute of Physics,
Federal University of Mato Grosso.

In cities there is a process of storing heat during the day and returning that heat
to the atmosphere at night. Thus, it is necessary to understand how the tem-
perature changes in time and space to provide information for decision making.
Therefore, this research aimed to predict the temperature of the use of the Re-
current Neural Network, type LSTM (Long-Short Term Memory). Used as input
data for the Neural Network, environmental and soil cover variables, collected in
the night mobile project in the city of Cuiabá-MT, in the year 2011 and 2016,
separated by seasons: winter, autumn, spring and summer. The preparation of
data for use of the LSTM was applied to a distance calculation that considers
a temporal and spatial issue. To predict air temperature, various combinations
of LSTM parameters and 2011 data were tested and used for the 2016 forecast,
and with these models created. To validate the tests and compare real data with
data, the Coe�cient of Determination (R²) and Mean Square Quadratic Error
(RMSE) were used as statistics. The results obtained with an R² greater than
0.9, in most of the tests, point to the feasibility of using LSTM for forecasting
time-space series. It is possible to conclude that the LSTM model was able to
predict the temperature in 2016 and similar for the year 2021..

Keywords: environmental data, temperature prediction; recurrent neural networks;
deep learning, space-time series.
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Capítulo 1

Introdução

Conforto ambiental refere-se à medida de satisfação do ser humano em

determinado espaço e é uma preocupação constante, por exemplo, ao se planejar

edi�cações. O conforto térmico relaciona-se com estado de satisfação com as

condições térmicas do ambiente ao redor. No mundo, atualmente, existem vários

estudos a respeito do conforto ambiental, que buscam, por exemplo, compreender

como ocorrem as modi�cações que contribuem para o armazenamento de calor

durante o dia na cidade e sua devolução para atmosfera a noite. Dessa forma,

é fundamental entender como ocorrem essas alterações na temperatura do ar ao

longo do tempo para formulação de políticas públicas que possam prevenir esse

fenômeno ou pelo menos atenuar possíveis consequências.

A tecnologia é utilizada como ferramenta de apoio ao método cientí�co.

Por exemplo, na área de Conforto Ambiental é possível realizar determinado

percurso (transecto) coletando dados como temperatura do ar e Umidade Relativa

do Ar (UR). Com esses dados é possível realizar analises, simulações, modelagens,

e desse modo, contribuir com a produção cientí�ca e gerar conhecimento.

No Brasil existem estudos que buscam encontrar zonas de conforto tér-

mico adequadas para o ser humano. Pesquisas buscam compreender de que forma

o uso e ocupação do solo podem contribuir com as mudanças térmicas. Nessa li-

nha, existem estudos que buscam identi�car, por exemplo, cidades com grandes

variações de temperatura do ar em diferentes pontos geográ�cos do seu perímetro.

Em Cuiabá existem estudos que procuram identi�car diferenças de tem-

peratura e umidade intraurbana, que veri�cam diferentes formas de cobertura do

solo por meio de transectos móveis. O método de transectos móveis é utilizado

para coletar informações de variáveis como temperatura do ar, altitude e veloci-

dade do vento. Esse tipo de pesquisa pode contribuir para melhor entendimento

de como as características urbanas e o tipo de ocupação do solo podem alte-

1
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rar elementos climáticos que compõe a atmosfera local. Para analisar os dados

coletados no percurso realizado é necessário fazer uso de tecnologias computacio-

nais, por exemplo, para compreender como ocorrem as alterações climáticas que

acontecem no meio urbano.

As tecnologias computacionais têm contribuído nos mais variados campos

da atividade humana. A sua contribuição na produção de ciência tem ganhado

destaque no cenário mundial. É possível citar, por exemplo, os benefícios conse-

guidos por meio do uso de ferramentas computacionais no auxílio da automati-

zação em atividades de pesquisa. A computação facilita e auxilia os cientistas na

proposição, teste de hipóteses e na simulação de modelos.

O estudo das variáveis meteorológicas em um local é feito por um deter-

minado período e isso gera determinada quantidade de dados. O conjunto das

informações de variáveis formam séries de dados, que podem ser estudadas de

forma espacial ou temporal. Por meio de técnicas computacionais é possível ana-

lisar séries espaço-temporais e a partir disso tentar fazer predição, isto é, prever

dados.

Atualmente existem vários estudos sobre predição de dados utilizando

diferentes técnicas. É possível citar, por exemplo, ARIMA (Autoregressive Inte-

grated Moving Average) e SARIMA (Seasonal Autoregressive Integrated Moving

Average). Hoje em dia percebe-se que as técnicas que utilizam Redes Neurais

Arti�ciais (RNA) têm ganhado bastante atenção, pois as RNA oferecem uma

gama de opções. Especi�camente para fazer predição em séries as Redes Neurais

Arti�ciais se destacam, por exemplo, por características como o uso de funções

matemáticas para decidir se uma informação deve ser passada adiante ou não.

Neste estudo a problemática está relacionada com a necessidade de criar

modelos preditivos precisos, que considerem a in�uência dos parâmetros climá-

ticos e físicos, de modo que possa fornecer uma informação quantitativa sobre a

temperatura do ar considerando dados de cobertura do solo no perímetro urbano

na cidade de Cuiabá-MT.

Justi�ca-se a necessidade deste estudo pela falta de abordagens especí-

�cas utilizando Redes Neurais Arti�ciais na predição de séries espaço-temporais

com dados ambientais juntamente com dados de cobertura do solo. Estudos re-

centes colocam RNA como uma das técnicas mais promissoras para fazer predição.

Então, a disponibilização de códigos que utilizam RNA para o estudo de

espaço-temporais podem auxiliar pesquisadores que possuem dados capturados

pelos mais diversos tipos de sensores. Dessa forma, pesquisadores podem utilizar

esses códigos no estudo de predição, o que pode facilitar essa importante etapa



3

da pesquisa, pois podem utilizar um código já validado, e podem fazer ajustes

como alteração de amostragem e variação de parâmetros, que já estão de�nidos,

classi�cados.

Portanto, com o uso de Redes Neurais Arti�ciais na predição de dados em

séries espaço-temporais procurou-se justi�car a viabilidade dos códigos criados,

auxiliando e facilitando etapas do método cientí�co como a criação de algoritmos

e aplicação de técnica estatística.

Este estudo apresenta códigos em linguagem computacional Python para

criar modelos e fazer predição de temperatura do ar utilizando técnica computa-

cional de Rede Neural.

1.1 Objetivo Geral

Realizar predição da temperatura do ar tendo como base séries espaço-

temporais, com dados ambientais e de cobertura do solo, utilizando técnica com-

putacional de Rede Neural Arti�cial.

1.2 Objetivos Especí�cos

Para atingir o objetivo geral deste trabalho, foram de�nidos os seguintes

objetivos especí�cos:

� Preparar dados para serem utilizados como entrada para Rede Neural Ar-

ti�cial Long-Short Term Memory (LSTM).

� Criar e validar modelo de Rede Neural Arti�cial com dados de 2011 para

prever temperatura do ar no ano de 2016 em Cuiabá-MT.

� Utilizar estatística para comparar dados reais e dados previstos.

� Simular previsão de dados para o ano de 2021 utilizando modelo já validado.

Na sequência deste estudo veri�ca-se que o capítulo 2 apresenta uma re-

visão bibliográ�ca de Redes Neurais Arti�ciais, variáveis ambientais, de cobertura

do solo e Estatística. O capítulo 3 contém a metodologia e tecnologias utiliza-

das. No capítulo 4 apresenta-se os resultados obtidos juntamente com a discussão

destes resultados. Por �m, no capítulo 5 visualizam-se as conclusões �nais.



Capítulo 2

Fundamentação Teórica

Este capítulo apresenta uma revisão bibliográ�ca com teorias e conceitos

necessários para a realização desta pesquisa e está organizado em 3 subcapítulos.

O primeiro subcapítulo trata sobre a área de Conforto Ambiental, o segundo

sobre Redes Neurais Arti�cias, o terceiro sobre Estatística.

2.1 Conforto Ambiental

O conforto ambiental é uma preocupação nos dias atuais, por exemplo,

ao se construir espaços arquitetônicos, diferente de outros tempos, em que se

atentava somente às questões de exigência técnica (NOGUEIRA et al., 2005).

Existem diversos estudos que avaliam o conforto ambiental, alguns uti-

lizando métodos que consideram, em especí�co, as características climáticas do

Brasil. O estudo do conforto térmico é importante em países de clima predomi-

nantemente tropical, que em grande parte atinge temperaturas elevadas, como é

o caso da cidade de Cuiabá, Mato Grosso (NOGUEIRA et al., 2005). Na capital

de Mato Grosso são caracterizados dois períodos: quente-seco, que compreende

os meses de abril a agosto e outro quente-úmido, que vai de setembro a março

(MAITELLI et al., 1991). No meio urbano, em particular, o clima é resultado

de modi�cações ocorridas no processo de urbanização, pois esse processo altera

características da atmosfera (OKE, 1978).

2.1.1 Clima urbano

Os fenômenos que in�uenciam o clima urbano em vários setores da socie-

dade geram preocupação, pois trazem impactos diretos em áreas urbanas (BAR-

BOSA e AMORIM, 2012). As demandas que aparecem com o crescimento das

4
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cidades e sua população geram necessidades de modi�cações na infraestrutura,

por exemplo, melhoramento na drenagem das águas pluviais e canalização de

córregos (MENDONÇA, 2014). Muitas cidades têm um modelo climático que de

certa forma se diferencia com relação a sua circunvizinhança, é um fenômeno que

é caracterizado como anomalia térmica. A caracterização das cidades é formada

pela quantidade de pessoas que ali vivem, que ocupam pequenos territórios e

assim podem trazer algum tipo de degradação. As mudanças globais, que são

relacionadas à deterioração de ecossistemas, causam impactos em grande pro-

porção na área urbana. Ao analisar as consequências dessas mudanças deve-se

incluir características regionais, que estão relacionadas com a dinâmica climática

(LOMBARDO, 2009).

Para Amorim (2000) tais problemáticas são resultantes do aumento da

população e modi�cam a paisagem da cidade, é possível citar alguns exemplos

como: diminuição da vegetação, impermeabilização do solo, canalização de cór-

regos e aumento do �uxo de veículos.

Em Nogueira e Santos (2012), o clima urbano é resultante da interação

entre os variados fatores urbanos, como o clima regional e com o meio físico.

Dessa forma é preciso realizar uma de�nição espaço-temporal com aplicação em

áreas urbanas. A escala horizontal é de�nida por três escalas:

� O macroclima é caraterizado por elementos meteorológicos que são obtidos

em postos ou estações meteorológicas (SENATORE, 2006).

� O mesoclima corresponde a uma situação particular do macroclima, que

de�ne a in�uência temporal da cidade e do clima, e está ligada a camada

limite urbana sendo esta em nível dos telhados. O termo escala local ou

topoclima é utilizado para dizer quanto um mesoclima constitui critérios

para caracterizar o clima de áreas urbanas menores, com características

parecidas (PAULA, 2017).

� Microclima corresponde às condições climáticas de uma superfície realmente

pequena (NÓBREGA; VERÇOSA, 2011).

As escalas espaciais mais utilizadas estão listadas conforme Tabela 1,

(MENDONÇA; DANNI-OLIVEIRA, 2017):

Para realização de pesquisas ambientais em nível de microclima, o es-

tudo das variações urbanas é recomendado a utilização de medidas móveis como

transectos, juntamente com registros contínuos para maior detalhamento da dis-

tribuição horizontal de dados ambientais (SILVEIRA, 2007).
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Tabela 1: Escalas espaciais.

Ordem de Grandeza Escala Horizontal Escala Vertical
Macroclima > 2000 km 3 a 12 km
Mesoclima 10 a 2000 km 100 m a 10 km
Microclima alguns m a 10 km abaixo de 100 m

As áreas que são in�uenciadas por grandes massas de vegetação possuem

suas próprias especi�cidades, e também possuem microclimas diferentes de outras

áreas, de modo que impactam no balanço de energia, seja por questões relaciona-

das aos processos biológicos de fotossíntese ou evapotranspiração (PAULA, 2017;

OLIVEIRA; COSTA, 2005).

2.1.1.1 Determinantes do clima urbano

Os elementos climáticos podem de�nir a qualidade e fornecer componen-

tes do clima, e são de�nidos pelas características físicas que trazem juntamente

com as propriedades da atmosfera geográ�ca de um local (ROMERO, 2001). Os

elementos climáticos principais são: temperatura do ar, umidade relativa do ar,

precipitação e regime de vento.

2.1.1.1.1 Temperatura do ar

Segundo García (1978) e Ometto (1981) a temperatura do ar pode ser

entendida como a energia contida e ligada ao balanço de energia, isso irá depender

de fatores como umidade relativa do ar, por exemplo. A distribuição da tempera-

tura do ar varia conforme a latitude, relevo, correntes advindas do oceano entre

outros (ROMERO, 2001). A variação da temperatura do ar diária está ligada a

quantidade de energia solar e como consequência o aquecimento do solo. Para

mensurar a temperatura do ar na atmosfera são realizadas observações em altura

de 1,25 a 2 metros acima do terreno e o instrumento usado para medir é o termô-

metro, existindo alguns tipos como o de máximo e mínimo. A unidade de medida

utilizada pode ser Celsius, Fahrenheit e Kelvin (VAREJÃO, 2006; FRANCO,

2010).

2.1.1.1.2 Umidade relativa do ar

A quantidade de vapor de água presente no ar e a quantidade máxima de

vapor de água que o ar pode conter em determinada temperatura é denominada
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umidade relativa, sendo utilizada unidade de medida em porcentagem (FROTA;

SCHIFFER, 1995). A umidade relativa do ar leva em conta a quantidade de água

existente no ar e a quantidade máxima de água que poderia existir, existe uma

relação direta com a temperatura do ar, e quando a umidade relativa chega a 100%

há uma indicação de que o ar está com quantidade máxima de água, podendo

resultar em condensação. Quando a temperatura diminui, a quantidade de vapor

de água no ar não muda, mas a umidade relativa do ar aumenta (BUFERA, 1995).

Segundo FRANCO (2010) a umidade relativa do ar pode ser mensurada por

higrômetros ou psicrômetro. Atualmente o higrômetro elétrico é o mais utilizado.

2.1.1.1.3 Regime de vento

O vento é o resultado entre o atrito onde se encontra e se movimenta com

a superfície da terra, sendo também resultante da pressão, que são zonas de alta

para baixa pressão (BROWN; DEKAY, 2009). Na superfície terrestre ocorrem

diversas modi�cações, que in�uenciam na modi�cação da direção do vento em

áreas urbanas, tais modi�cações ocorrem por conta de prédios, ruas e tipos de

arvores presentes no meio. O anemômetro é o instrumento utilizado para medir

o vento (MENDONÇA; DANNI-OLIVEIRA, 2017).

2.1.1.1.4 Precipitação

Precipitação é uma referência a queda de água, seja no estado líquido (chuva),

seja no estado sólido (neve e granizo), e nos dois casos exempli�cados deriva da

atmosfera. Devido a formação de ilhas de calor em áreas urbanas ocorre maior

quantidade de precipitação, entre 5 a 10% quando compara-se com propriedades

rurais (BARBIRATO et al., 2007). A forma tradicional para medir a precipita-

ção é por meio de redes pluviométricas que contém pluviômetros e pluviógrafos.

Porém, a precipitação também pode ser medida utilizando sensoriamento remoto

(CONTI, 1998).

2.1.2 Anomalia térmica

Ilha de calor é um tipo de anomalia térmica, e também é o fenômeno

mais importante das modi�cações que in�uenciam o armazenamento de calor

durante o dia na cidade, isso ocorre pelas propriedades térmicas dos materiais de

construções e sua devolução para a atmosfera (SANTOS; NOGUEIRA, 2012).

A ilha de calor atmosférica apresenta variabilidade temporal, é mais per-

ceptível pela noite, e identi�ca alterações na troposfera, essas modi�cações ocor-
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rem em decorrência da diferença dos tipos de uso da terra e cobertura entre as

paisagens urbanas e rurais (FIALHO, 2012).

O desenvolvimento de ilhas de calor nas cidades é responsável pela dife-

rença térmica entre o ambiente urbano e rural (ROCHA et al., 2011). Resultantes

de propriedades físicas dos prédios e outras estruturas da área urbana, as ilhas

de calor emitem calor por meio de atividades da sociedade (SOUZA et al., 2010).

Quando compara-se a temperatura do ar em regiões urbanas com a rural é pos-

sível veri�car que normalmente a temperatura é mais quente após o pôr do sol e

mais frescas após o amanhecer, respectivamente (LOMBARDO, 1985). E com o

aumento das áreas urbanas, essas ilhas de calor �cam maiores, porque ocorre a

diminuição da vegetação e aumento do numero de prédio, casas e estruturas de

concreto (GARTLAND, 2011). A ilha de calor urbano pode ser considerada como

a diferença entre temperaturas medidas na área urbana e os valores medidos nas

mediações deste espaço (COHEN et al., 2012). As ilhas de calor estão direta-

mente ligadas a temperatura e segundo Brandão (2003) e Rocha et al. (2011) é

possível ter uma classi�cação de sua magnitude:

� Diferenças entre 0 a 2°C é considerada fraca.

� Intensidade entre 2 a 4°C pode se dizer moderada.

� Entre 4 a 6°C: forte.

� Intensidade maior que 6°C considera-se muito forte.

As ilhas de calor que possuem maior intensidade estão associadas com:

geometria urbana, fator de visão de céu, redução da veloc idade de vento, poluição

do ar, emissão de calor dos edifícios, tráfego e metabolismo dos organismos vivos,

cobertura do solo e dos materiais de construção (ALCOFORADO; ANDRADE,

2006).

2.1.2.1 Classi�cação e in�uência do revestimento de solo

O tipo de uso do solo, seja residencial, comercial ou industrial, junta-

mente com o revestimento do solo in�uenciam como os componentes do ambiente

sofrem modi�cações, em especí�co, na questão de radiação incidente, que tem

relação com a altura das edi�cações, a distância entre elas e o material utilizado

(PAULA, 2017).

O balanço de energia é especí�co em cada cidade, de modo que é com-

posto por muitas variáveis, por exemplo: densidade da construção, densidade
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populacional, tamanho, canalização de rios, entre outros (PAULA, 2017). Nessa

linha, Givoni (1989) a�rma que é na camada intraurbana que acontecem as trocas

de energia que impactam os moradores da cidade, visto que as características da

superfície e a forma das estruturas determinam essas trocas de energia.

Para Oke et al. (2004) as principais variáveis no estudo do clima urbano

são: tipo de revestimento do solo, a estrutura urbana e tecido e metabolismo

humano, isso porque esses elementos compõe a morfologia das áreas urbanas,

pois utiliza-se a dimensão das escalas que impactam na atmosfera.

A caracterização do solo pode ser feita, basicamente, seguindo duas for-

mas: conceitual e modelos do balanço de energia, que exige sólido embasamento

teórico, grande quantidade de dados e equipamentos so�sticados (NASCIMENTO

et al., 2013).

A classi�cação de cobertura e uso da terra pode ser feita a partir de

imagens de satélite. Por meio dessas informações é possível gerar mapas com

diferentes classi�cações, por exemplo, vegetação rasteira, vegetação arbórea e

solo exposto, entre outros (PAULA, 2017).

Existem diferentes técnicas de classi�cação das imagens de satélite, que

podem ser divididas, resumidamente, em supervisionada e não-supervisionada,

sendo que a última não precisa de informações da classe. No caso da supervi-

sionada é necessário identi�car previamente as classes, essa opção é comumente

usada quando já se tem conhecimento sobre as classes (PAULA, 2017).

2.1.2.2 Cobertura de solo

A utilização do solo está diretamente ligada ao uso da sociedade sobre

a terra como construções, áreas de lazer, desmatamentos que modi�cam o solo e

por consequência o meio ambiente (PRAKASAM, 2010). Neste contexto pode-

se dizer que a cobertura do solo é composta por componentes que sobrepõem

a superfície da terra, o que inclui vegetação, solos, neve ou água, que re�ete o

estado biofísico da terra (ASSIS, 2000; OKE, 2002). Os mais variados tipos de

características de cobertura do solo trazem um aumento de temperatura, pois

o ambiente absorve e emite uma maior quantidade de calor, pelo uso do solo e

materiais que o sobrepõem (ALVES; VECCHIA, 2012).
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2.2 Redes Neurais Arti�ciais

2.2.1 Inteligência Arti�cial

O campo de Inteligência Arti�cial (IA) começou após a Segunda Guerra

Mundial, por volta do ano de 1950, e é um dos campos mais recentes em ciências e

engenharia. Este campo de conhecimento vai ao encontro do anseio da sociedade

que busca perceber, compreender e até prever o que ocorre no mundo. De modo

que IA vai um passo além, não se restringe em compreender processos inteligentes,

mas também construí-los, dessa forma, abre espaço para grandes descobertas

(RUSSEL; NORVIG, 2013).

Inteligência Arti�cial envolve tarefas relacionadas com processamento

simbólico, reconhecimento de imagens, e qualquer tipo de aprendizado, sua apli-

cação pode ir de jogos até prova de teoremas (ROSA, 2011). As tecnologias de IA

têm potencial de modi�car as formas de trabalho realizando tarefas que podem

ser automatizadas, atividades administrativas podem ser realizadas em menor

tempo, de forma melhor e com custo reduzido (KOLBJØRNSRUD et al., 2016).

Ferramentas de Inteligência Arti�cial têm sido usadas em novas perspectivas, por

exemplo, em teses de doutorado (CROSTA et al., 2018).

O uso de Inteligência Arti�cial envolve vários algoritmos de aprendiza-

gem e generalização para simular capacidades humanas. Um exemplo é o estudo

de como funciona o cérebro humano, como são recebidas e processadas as infor-

mações sensoriais (KONAR, 2018). Neste cenário os computadores podem usar a

razão e criar seus próprios conceitos, podem resolver problemas complexos e até

entender a linguagem humana (JACKSON, 2019).

Nesse sentido vários algoritmos de IA têm permitido que se explore gran-

des volumes de dados, por exemplo, gerando conhecimento a partir da análise de

mídias sociais utilizandoMachine Learning (ML), isto é, Aprendizado de Maquina

(BECHMANN; BOWKER, 2019). ML pode ser usado na área ambiental tendo

como base grandes volumes de dados, essas informações podem ser utilizadas para

fazer predição, por exemplo, da temperatura (BROWNLEE, 2018b).

2.2.1.1 Machine Learning

Machine Learning é considerada uma área dentro de IA, seu conceito

nasceu em 1980. Nas últimas décadas ocorreu grande crescimento no uso das

técnicas ML, em diversas aplicações, é possível destacar tarefas que ajudam na

tomada de decisão. Neste contexto, em que normalmente é necessário trabalhar

com grande quantidade de dados. é possível citar, por exemplo, tarefas relaci-
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onadas com diagnóstico laboratorial, processamento de imagem e mineração de

dados (JUNIOR et al., 2018). O aprendizado pode ser ou não supervisionado de

acordo com algumas características.

Algoritmos que usam aprendizado supervisionado têm a característica de

trabalhar com pesos conhecidos, neste caso os valores, também chamados de clas-

ses, esperados na saída já são conhecidos. Um exemplo é o backpropagation. Por

outro lado, algoritmos que usam aprendizado não-supervisionado não possuem

conhecimento anterior da saída, isto é, não possuem classes ou rótulos, é possível

citar como exemplo algoritmos de agrupamento (LIMA et al., 2016; SIMÕES;

COSTA, 2007).

Para Russel e NORVIG (2013) um algoritmo está aprendendo quando é

capaz de melhorar o seu desempenho em tarefas futuras após fazer uma determi-

nada quantidade de observações necessárias. As melhorias dependem de quatro

fatores principais: o componente que deve ser melhorado, o conhecimento prévio

que já se tem, a representação usada para os dados e componente, e, por �m,

o feedback disponível para aprendizagem. Cada componente pode ser aprendido

por realimentação própria.

Em Lopes et al. (2017) o conceito de Machine Learning está relacionado

com algoritmos capazes de aprender e fazer previsões tendo por base um conjunto

de dados. Já em Dehaven (2014) ML relaciona-se com a capacidade de, a partir

de uma base, fazer previsões e tomar decisões. Para Gracioso et al. (2018) a

aprendizagem está relacionada com capacidade de detectar e prever padrões, por

exemplo, de trânsito em uma rodovia, em que o aprendizado tem sucesso quando,

por meio da análise de dados dos padrões anteriores, o algoritmo é capaz de

melhorar suas previsões.

O conceito de ML existe já há algum tempo. As mudanças recentes

são relacionadas com grandes quantidades de dados disponíveis e rotulados, um

exemplo disto é o treinamento de Machine Learning tendo como base faces de

pessoas. Outro fator importante é o aumento de poder computacional devido às

unidades de processamento grá�co. Esses avanços proporcionaram que a mesma

metodologia fosse usada, mas obtendo resultados muito melhores (MARX, 2019).

O processo de mineração em dados pode utilizar algoritmos de ML com

objetivo de fazer regressão, classi�cação e agrupamento. Em Ciências Ambien-

tais, no sensoriamento remoto urbano, o Machine Learning pode auxiliar na clas-

si�cação das classes de cobertura do solo urbano alcançando elevados níveis de

detalhamento. Estes algoritmos contribuem de forma signi�cativa para melhorar

a acurácia das classi�cações. (RUIZ et al., 2019).
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Ainda na área ambiental, os algoritmos são capazes de auxiliar em di-

versas situações, por exemplo, contribuir com agências ambientais na tarefa de

monitorar a qualidade do ar e fazer predição de poluentes, visto que a poluição

atmosférica é nociva à saúde, em especial, para idosos e crianças. Vários sensores

são capazes de captar dados sobre a concentração de poluição no ar. Essas in-

formações coletadas podem ser consideradas séries temporais, pois representam

uma sequência ordenada. Com o aumento do �uxo é necessário buscar algorit-

mos, por exemplo, Aprendizagem de Máquina, pela sua capacidade de aprender

novos padrões ao longo do tempo (GRIM et al., 2019).

O uso intensivo de Machine Learning juntamente com uso de Big Data,

isto é, grandes volumes de dados e bases, fomentam a necessidade de novas so-

luções que comportem este cenário. O uso de Aprendizado Profundo - Deep

Learning - representa um ganho estatístico de performance, por exemplo, na clas-

si�cação de imagens (PONTI; COSTA, 2018).

As Redes Neurais Arti�ciais (RNA) apresentam vantagens em compara-

ção com outros modelos estatísticos (TUMBO et al., 2002; ZHANG et al., 2002),

por exemplo, é possível citar sua capacidade de não precisar do conhecimento

prévio, e, mesmo assim, ser capaz de encontrar a relação entre dados de entrada

e saída (LIMA, 2019).

As Redes Neurais Arti�ciais tiveram sua origem por volta da década de

1940 por meio da analogia com células nervosas formulada por Warren McCulloch

e Walter Pitts (HAYKIN, 2007).

No ano de 1949, Donald Hebb dá seguimento aos estudos de Warren

McCulloch e Walter Pitts e cria um novo principio de aprendizado em sistemas

nervosos complexos, que explica de forma quantitativa o funcionamento da si-

napse.

Já no ano de 1951, surge o primeiro simulador de cadeia natural, de-

nominado SNARC, foi desenvolvido por Marvin Minsky. Em 1956, Nathaniel

Rochester apresentou modelo de Rede Neural Arti�cial que simulava centenas de

neurônios.

Em 1959, Frank Rosenblatt criou o conceito de rede perceptron, uma rede

com múltiplos neurônios. Nos anos posteriores Bernard Widrow criou modelo de

processamento em Redes Neurais Arti�ciais com destaque para o aprendizado,

modelo denominado como ADALINE - ADAptive LINear Element.

Na década de 1980, vários estudos na área de Neurocomputação ganha-

ram destaque, é possível citar a Universidade de Stanford com os professor John

Hop�eld e David Rumelhart (HAYKIN, 2007). No ano de 1987, ocorreu a pri-
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meira conferência de Redes neurais Arti�cias, momento em que a Neurobiologia

ganhou destaque.

As RNAs procuram imitar o funcionamento do cérebro humano, isto é,

existe uma inspiração na natureza (BRABAZON et al., 2015), pois baseiam-se

no funcionamento dos neurônios, nas suas ligações e nas suas potencialidades.

Dessa forma, pretende simular a �siologia desse órgão humano, e isso é feito por

meio da programação em linguagem computacional usando técnicas de modela-

gem. A Rede Neural funciona como um processados distribuído, composto por

unidades de processamento simples, que são capazes de armazenar conhecimento

experimental. (KOPILER et al., 2019)

Na área de Biologia existe a �gura dos dentritos, que são responsáveis por

conduzir estímulos captados, seja do ambiente ou mesmo de outras células. Existe

ainda a �gura do corpo celular e dos axônios, que transmite impulsos nervosos

(AMANCIO et al., 2016; FERNEDA, 2006). Na Figura 1 é possível visualizar

uma representação simples de um neurônio:

Figura 1: Neurônios com suas principais partes. Fonte: Ferneda (2006).

A semelhança das RNA com as redes neurais biológicas envolve questões

elementares como as unidades básicas, nos dois casos representado pela �gura

do neurônio. O modelo mais simples de RNA é chamado de perceptron, que

visualiza-se na Figura 2, em que existem apenas neurônios na camada de entrada

input cells e neurônios de saída output cells.
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Figura 2: Neurônios dispostos em duas camadas.

Na perspectiva computacional o conjunto de vários neurônios gera cama-

das e, dessa forma, cria-se Multilayer Perceptron (MLP) (SILVA et al., 2010), isto

é, uma Rede Neural com mais de uma camada, conforme Figura 3, que é composta

por vários neurônios (SOUZA, 2019), que é uma RNA clássica (BROWNLEE,

2018b).

Figura 3: Neurônios dispostos em camadas de entrada, oculta e saída.

Na perspectiva �siológica sinapse é o local de contato entre os neurônios

e pode ser medida pela sua intensidade, o que pode ser simulado utilizando um
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neurônio arti�cial. Em um neurônio o sinal percorre o corpo celular e por meio do

axônio é transmitido para outros neurônios (CERQUEIRA et al., 2001). Dessa

forma, o conhecimento sobre o modo de funcionamento da �siologia do cérebro

humano permite a realização de uma modelagem matemática, capaz de imitar o

comportamento, por exemplo, dos neurônios e suas comunicações. Dessa forma,

permite criar redes neurais arti�ciais (MIRANDA et al., 2015).

O funcionamento do neurônio arti�cial envolve o entendimento de entra-

das, pesos, e uso de funções como soma e degrau. Na Figura 4 é possível veri�car

círculos que representam neurônios, os pesos aplicados em cada neurônio e as

linhas que interligam neurônios com as funções.

Figura 4: Funcionamento do neurônio arti�cial.

A equação abaixo representa os cálculos que envolvem este modelo sim-

ples de Rede Neural:

soma =
n∑

n=1

xi ∗ wi

x = valor do neurônio

w = peso

Utilizando duas etapas diferentes e usando os valores e pesos da Figura 4 chega-se

os aos seguintes resultados:

Etapa 1. Aplicar função Soma.

soma = (5 * 0.9) + (7 * 0.4) + (9 * 0.6)

soma = (4.5) + (2.8) + (5.4)
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soma = 12.7

Etapa 2. Aplicar função Degrau. Essa função recebe o valor de saída da

Função Soma, no caso exempli�cado é 12.7, e considera que qualquer valor maior

que zero �ca então com valor 1, outras situações �cam com zero, ou seja, tem

uma saída binária: zero ou um.

degrau: soma > 0 = 1

degrau: soma < 0 = 0

degrau: 12.7 > 0 = 1

saída = 1

2.2.1.1.1 Funções de Ativação

As funções de ativação que também são chamadas de transfer function

fazem transferência de valores de uma parte da rede neural para outra, que de-

termina a saída da rede neural, pode ser a resposta �nal caso seja a camada de

saída, pode ser também a transmissão de uma camada oculta para outra. O

uso de funções de ativação permite que a saída não seja apenas linear (PONTI;

COSTA, 2018). As funções de ativação aplicam funções matemáticas aos dados

gerando uma resposta (BINOTI et al., 2014).

A função linear não tem nenhum tipo de ativação, é usada em saídas

com problemas de regressão, envolve cálculo de valor contínuo, usa apenas o

resultado das somas da rede neural, ou seja, a saída é linear, o que pode pode

representar uma limitação. A equação da função Linear está representada abaixo:

f(x) = x

Na Figura 5 é possível veri�car a representação grá�ca da função Linear.
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Figura 5: Função linear.

A função de ativação Sigmoid é muito utilizada em Redes Neurais Ar-

ti�ciais (LEAL et al., 2015; HAYKIN, 2007), o mesmo ocorre com a função de

ativação Tangente Hiperbólica. A função Sigmoid aplica cálculo não linear, é

usada em problemas linearmente não separáveis, em especial, saídas de classi�-

cação binária, isto é, zero (não ativação) ou um (ativação). Abaixo a equação da

função Sigmoid:

sigmoid(z) =
1

1 + e−z

A função Sigmoid está representada na Figura 6:

Figura 6: Função sigmoid.

A função Tangente Hiperbólica (TanH) é muito utilizada em camadas

ocultas, e em problemas de classi�cação (SANTOS et al., 2005), possui valores 1

e -1, é mais rápida que a função Sigmoid ao utilizar dados com média zero. Possui

desvantagem em comum com a Sigmoid: varnishing gradients, se o peso estiver

em regiões com pouca inclinação, isto é, próxima de limite inferior ou superior, o
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aprendizado se torna lento. Abaixo a equação da função TanH:

Y =
ex − e−x

ex + e−x

Na Figura 7 visualiza-se o grá�co da função Tangente:

Figura 7: Função Tangente.

A função de ativação denominada Rectied Linear Units (ReLU) é muito

usada em Redes Neurais Profundas, é uma função não linear, que retorna valor

zero ou maior que zero, ou seja, cancela valores negativos. Nessa função a incli-

nação é constante e não possui valor máximo. O funcionamento da função ReLU

envolve receber um valor que, sendo maior que zero o valor recebido retorna o

próprio valor, e se o valor for menor que zero retorna o valor 0 (PONTI; COSTA,

2018). Na Figura 8 visualiza-se a representação da função ReLU:

f(x) = max(a,x)

Figura 8: Função ReLU.
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2.2.1.1.2 Otimizadores

Optimizers (otimizadores) funcionam como método de atualização dos

pesos e buscam minimizar a função de erro. O otimizador mais simples é o que

aplica diretamente o algoritmo backpropagation. Já outros otimizadores acrescen-

tam termos à fórmula de atualização dos pesos, um exemplo é o Adam, que é um

método de otimização estocástico (KINGMA; BA, 2014).

Learning rate (taxa de aprendizagem) é um parâmetro que pode ser �xado

ao escolher o otimizador (DUCHI et al., 2011), usa-se valor zero ou superior, no

caso do otimizador Adam um exemplo de valor que é comumente usado é "0.001".

Metrics (métricas) é uma função usada para avaliar a performance do

modelo. É uma função similar a loss function, se diferencia por não utilizar os

resultados da avaliação de uma métrica para treinar um modelo.

2.2.1.1.3 Loss Function

Loss function é a função de perda, que pretende minimizar o erro, e ava-

lia um conjunto de pesos. Já a loss (perda) é o número da perda. O cálculo

de erro envolve considerar a reposta correta e subtrair a resposta calculada. A

comparação entre valores previstos e valores reais é feita usando uma medida

(BROWNLEE, 2018a), nesse sentido, é possível citar três algoritmos: Mean Ab-

solute Error (MAE), Mean Squared Error (MSE) e Root Mean Squared Error

(RMSE).

MAE é um cálculo muito utilizado para avaliação de modelos. O MAE

dá o mesmo peso para todos os erros, diferente do que ocorre com RMSE (CHAI;

DRAXLER, 2014). MAE mede a diferença entre duas variáveis contínuas, é usado

em estudos que envolvem regressão linear, e está representado abaixo na equação:

MAE =
1

n

n∑
t=1

|et|

O MSE é a média do erro ao quadrado, que é usado como função de perda

para a regressão de mínimos quadrados, é a soma de todos os pontos de dados,

do quadrado da diferença entre as variáveis de destino previstas e reais, dividida

pelo número de pontos (DUA et al., 2017), e está representado abaixo:

MSE =
1

n

n∑
i=1

(fi − yi)
2

fy = classe

yi = calculado
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N = Quantidade de registros

Para Dua et al. (2017) o RMSE é a raiz quadrada do MSE e é medido

nas mesmas unidades que a variável alvo e se diferencia do MSE pois aplica raiz

quadrada, e quando eleva valor ao quadrado evita que tenha valor negativo. O

Root Mean Squared Error está representado abaixo:

RMSE =

√√√√ 1

n

n∑
i=1

(fi − yi)2

fy = classe

yi = calculado

N = Quantidade de registros

As Redes Neurais Arti�ciais (RNAs) são um modelo matemático inspi-

rado na neurobiologia (OLIVEIRA et al., 2015), e constituem um conjunto de

unidades com funções matemáticas ligadas pelo valor do peso. São capazes de

aprender conforme a variação do valor de pesos e a partir disso generalizar o

aprendizado (GORGENS et al., 2009).

Equações são frequentemente usadas para criar modelos matemáticos que

simulam de forma realista os mecanismos cerebrais e conseguem fazer simulações

e�cientes. Dessa forma, esses modelos são usados para simular o comportamento

do sistema nervoso, assumindo que vários parâmetros do mecanismo alvo sejam

conhecidos (FABRE, 2017; FERREIRA et al., 2019).

Desde que as RNAs foram criadas, por volta do ano de 1940, elas têm

sido utilizadas para resolver vários problemas de aprendizado supervisionado, e

isso despertou bastante interesse da comunidade cientí�ca, em particular, pelo

novo arranjo proporcionado por sua arquitetura(FABRE, 2017).

AS RNAs funcionam como sistemas computacionais formados por unida-

des de processamento, também chamados de neurônios arti�ciais ou simplesmente

nós. Os nós são modelos matemáticos que processam informações recebidas, que

possuem pesos, e com isso fornecem uma saída (CAMPOS et al., 2017).

Para Oliveira et al. (2015) a principal característica das Redes Neurais

Arti�ciais é a sua capacidade de aprender a partir do meio e melhorar o seu

desempenho de forma ordenada, de modo que possa alcançar um objetivo estabe-

lecido. Dessa forma, o processo de aprendizagem acontece de uma forma iterativa

e tem por base os ajustes utilizados nos pesos, que podem ser comparados às in-

tensidades dos sinais de sinapses dos neurônios biológicos.

Em Campos et al. (2017) e Bullinaria (2004) veri�ca-se que RNA tem



21

apresentado desempenho superior aos modelos de regressão. É possível elencar

algumas características que contribuem para esse resultado: estrutura maciça

e paralelamente distribuída, habilidade de aprender e generalizar, tolerância a

falhas e ruídos; capacidade de modelar diversas variáveis e suas relações não-

lineares.

As arquiteturas das Redes Neurais podem ser divididas em duas classi�-

cações principais: Feedforward e Recurrent Neural Networks, isto é, Redes Neurais

Recorrentes (RNN) (FABRE, 2017). As RNs do tipo Feedforward não possuem

realimentação, diferente das RNNs, os seus neurônios são organizados em uma

ou mais camadas (PEREIRA et al., 2019).

2.2.1.1.4 Redes Neurais Recorrentes

As Recurrent Neural Networks (RNNs), Redes Neurais Recorrentes, têm

característica própria, possui laços de realimentação, que criam uma memória

intrínseca, algo que favorece o tratamento de problemas, por exemplo, de sé-

ries temporais, pois existe uma dependência temporal entre amostras (JAEGER,

2001; TADANO et al., 2017). Outra característica que é possível destacar é sua

capacidade de processar dados sequenciais de comprimento variado, fator impor-

tante, por exemplo, processamento de idiomas (GAO et al., 2018).

As Redes Neurais Recorrentes podem ter camada única ou podem ter

arquiteturas profundas, inclusive podem ser combinadas com outras arquiteturas

alcançando resultados interessantes (SUN et al., 2019). As RNNs são uma classe

das Redes Neurais Arti�ciais, e se diferencia pelo modo como seus neurônios são

conectados formando um ciclo direto (MERITY et al., 2018).

As RNNs são capazes de tratar informações contextuais de longo prazo,

conforme Figura 9, o que a diferencia das Redes Neurais do tipo Feedforward. Por

outro lado, enfrenta questões delicadas como a di�culdade de treinamento com as

funções de ativação mais comuns, como a tangente e a sigmoid, isso por conta do

vanishing gradient, desaparecimento do gradiente, e error blowing up problems,

explosão de erro. Para resolver essas questões propôs-se uma nova arquitetura

chamada Long-Short Term Memory (LSTM) (DU et al., 2015). LSTM usa a

combinação de gates para tratar o vanishing gradient.
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Figura 9: Exemplo de Rede Neural Recorrente.

LSTM resolve o problema de desaparecimento de gradiente criando uma

conexão entre as ativações do gate e o gradiente, essa conexão cria um caminho

para o �uxo de informações por meio do gate para informações que o LSTM não

deve esquecer. Dessa forma, quando decidi-se que uma informação não deve ser

esquecida ela tem valor próximo ao máximo, no caso 1.

Este tipo de Rede Neural trabalha de forma estruturada e é capaz de

modelar sequências, o que a torna uma opção viável para diversas situações, por

exemplo, modelar amostras de som digital (WYSE; HUZAIFAH, 2019), e mode-

lagem de linguagem, em que umas das aplicações reconhecidas pela performance

é tentar prever a próxima palavra (TSUJI et al., 2019; BANERJEE et al., 2019).

O aumento da complexidade em análises ao estudar sequências e mode-

lar relacionamentos de longo prazo favoreceu a criação de novos tipos de RNAs.

Ocorre que mesmo RNNs bidirecionais, uma variação com capacidade para apren-

der em dois sentidos, possuem limitada capacidade de reter vários passos para

trás, algo que foi tratado por redes mais profundas (ARMENTEROS et al., 2019).

2.2.1.2 Deep Learning

Deep Learning (DL) é um campo dentro deMachine Learning (MOHSEN

et al., 2018). O termo profundo (deep) é comumente usado como referência ao

número de camadas utilizadas. Para Gracioso et al. (2018) e Jost (2015) e LeCun

et al. (2015) o DL recorre à necessidade de múltiplas camadas. Para Kotu e

Deshpande (2018) uma rede com três (3) ou mais camadas ocultas, isto é, entre
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as camadas de entrada e saída, é considerada profunda. Em Wason (2018) existe

um entendimento diferente: o número mínimo de camadas ocultas é quatro (4).

Ceci et al. (2015) de�ne DL como o uso de técnicasMachine Learning para

aprendizado de novos padrões. Já para Heaton (2018) a questão de profundidade

está mais relacionada ao uso de um número maior de funções matemáticas do

que os modelos tradicionais de aprendizagem.

Ponti e Costa (2018) colocam DL na perspectiva de descobrir modelos,

padrões e parâmetros utilizando exemplos e um método para o aprendizado. Ao

�nal do processo é possível obter uma função capaz de receber uma entrada de

dados e fornecer uma saída com uma representação adequada para o problema

analisado organizadas de forma hierárquica, na busca de padrões e características.

Técnicas Deep Learning podem ser usadas em várias situações, breve-

mente, é possível citar: auxílio na resolução de problemas em processamento de

linguagem natural, reconhecimento automático de voz e indexação automática

de imagens. A descrição e indexação de imagens na Web tem importante papel

na organização do conhecimento, dessa forma, esses algoritmos se tornam uma

ferramenta que contribui para realizar a representação documental de fotogra�as

e documentos grá�cos (GRACIOSO et al., 2018).

DL é uma ferramenta capaz de tratar problemas complexos, deste modo

tem sido usado em análise de imagens médicas. Um exemplo é o uso dessa técnica

para classi�car tumores do cérebro com base em �guras de ressonância magnética.

Em Mohsen et al. (2018) DL atingiu elevado nível de acurácia e obteve resultados

superiores em comparação com outros classi�cadores como algoritmo KNN, K-

nearest neighbor, LDA, Linear Discriminant Analysis , e os algoritmos SMO,

Sequential Minimal Optimization (MOHSEN et al., 2017).

O uso de Aprendizado Profundo envolve questões como especi�car ca-

mada de entrada, número de camadas ocultas, de�nir a camada de saída, quais

propriedades devem ser mantidas ou excluídas em um banco ao fazer uma predi-

ção. Em Wang et al. (2018) esta técnica foi usada pra desenhar a estrutura da

proteína e prever a possibilidade de vinte (20) aminoácidos naturais. Foram tes-

tadas diferentes combinações, dessa forma, o melhor ajuste não utilizou todas as

propriedades do banco de dados. Os resultados apontaram performance superior

ao SPIN utilizado em Li et al. (2014).

Redes Neurais de Aprendizado Profundo (DL) têm a capacidade de apren-

der automaticamente mapeamentos complexos de entrada para saída, pode su-

portar também múltiplas entradas e saídas, essas características tornam DL uma

alternativa para previsão de séries temporais, em especial, para tratar de depen-
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dências complexas e previsão em várias etapas (BROWNLEE, 2018b).

DL usa uma composição de funções, em que cada função normalmente é

referência de uma camada, diferente de Machine Learning que usa apenas uma

função para alcançar o resultado desejado. Assim, a profundidade de Deep Le-

arning permite aprender uma sequência de funções que mapeiam e modi�cam

vetores. Cada função atua sobre uma entrada e gera uma representação, que é

passada adiante para a próxima função, dessa forma, buscando uma represen-

tação mais adequada na tarefa, de modo que pretende encontrar o escopo das

relações nos dados originais. (PONTI; COSTA, 2018).

2.2.1.3 Long-Short Term Memory

LSTM é um tipo de arquitetura das Redes Neurais Recorrentes, e que

tem a característica de preservar memória. As informações são passadas aos

neurônios da próxima camada. É muito utilizada em estudos que envolvem séries

temporais pela característica de dependência entre as variáveis com relação ao

tempo (BROWNLEE, 2018b).

As Redes Neurais do tipo Long-Short Term Memory foram projetadas es-

peci�camente para resolver o problema de vanishing gradient, que é a di�culdade

em encontrar a melhor combinação de pesos por meio do gradiente em que se al-

cance o menor erro possível. As RNNs clássicas possuíam limitada capacidade de

acessar informações contextuais (GRAVES et al., 2008). As RNNs existentes, até

então, produziam erros motivados por atrasos longos que eram inacessíveis por

conta do problema de vanishing gradient (GRAVES; SCHMIDHUBER, 2005).

LSTM se diferencia das redes neurais classicasMultilayer Perceptron, pois

não apenas propagam os dados de entrada. As Long-Short Term Memory pos-

suem conexões recorrentes (Figura 10), de modo que consegue utilizar informações

sobre ativações anteriores para formular uma saída (BROWNLEE, 2018a).
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Figura 10: Representação do modelo Stacked LTSM.

Para Graves e Schmidhuber (2005) Long-Short Term Memory consistem

em um conjunto de blocos conectados de forma recorrente, que possui uma ou

mais células de memória conectadas também em forma recorrente, que possui três

células multiplicativas: portas de entrada, de saída e esquecimento. Dessa forma,

a rede interage com as células por meio das portas (GRAVES; SCHMIDHUBER,

2005).

Para (BROWNLEE, 2018b) de forma resumida, LSTMs possuem três

benefícios em comparação com outras RNAs:

� LSTM é capaz de tratar problemas em desaparecimento e explosão de gra-

diente.

� Possui memória capaz de superar os problemas de dependência temporal

de longo prazo com sequência de entrada.

� Permite dados de entrada e saída de comprimento variável, isto é, permite

sequências de entrada de processo e sequências de saída, passo a passo, no

tempo.

As Long-Short Term Memory possuem neurônios que recebem dados de

entrada (Xt) que recebem uma série de processamentos por meio das funções de

ativação. Existem três gates (portões): forget gate (x), input gate (+) e output

gate. Dessa forma, o uso de funções sigma e tangente sobre dados de entrada

contribui para decidir, na célula de memória, o que será esquecido, adicionado e

enviado como saída do neurônio, esse processo está representado na Figura 11.
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Figura 11: Representação dos três gates LTSM.

Uma das questões centrais da LSTM é a criação do estado de célula. Na

Figura 12 visualiza-se uma linha horizontal que representa esse estado.

Figura 12: Linha com estado da célula.

Essa linha com a representação do estado da célula recebem as informa-

ções que foram calculadas em cada um dos gates LSTM.

A seguir, na Figura 13, visualiza-se o primeiro gate que é responsável por

decidir o que será adicionado ao estado da célula.

Figura 13: Primeiro gate LSTM: forget gate.

O forget gate recebe dados de entrada aplica função de ativação sigmóid

e leva este resultado até a linha que guarda informações de estado da célula.
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O próximo gate, representado na Figura 14, é o responsável por decidir o

que será adicionado ao estado da célula.

Figura 14: Segundo gate LSTM: input gate.

O input gate recebe dados de entrada aplica funções de ativação sigmóid

e tangente, após estes cálculos levam as informações que devem ser adicionas na

linha responsável pelo estado da célula.

Na sequência o último gate, representado na Figura 15, é o responsável

por decidir qual será a saída do neurônio.

Figura 15: Terceiro gate LSTM: output gate.

O output gate por meio da função de ativação sigmoíd decide quais partes

do estado da célula devem ser considerados, a partir disso aplica-se a função

tangente colocando os valores entre -1 e 1. Ou seja, os cálculos serão efetuados

apenas em informações que foram consideradas importantes. Por exemplo, apenas

variáveis que possuem correlação com uma série que deseja-se prever.

Uma das aplicações das Redes Neurais LSTM é a interpretação de ima-

gens, de modo que consegue descrever os respectivos conteúdos atingindo ex-

pressivos resultados (BROWNLEE, 2018b). No ano de 2014, foram criados vá-

rios algoritmos deep learning que foram capazes de detectar e descrever objetos

em fotogra�as, de modo que foram criadas legendas coerentes com as imagens

(KRAUSE et al., 2017).
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Outra aplicação de LSTM é na tradução automática de textos. Por exem-

plo, é possível colocar na entrada sentenças em inglês e obter na saída sentenças

em francês. As Long-Short Term Memory são capazes de aprender a tradução

das palavras. (BROWNLEE, 2018b; SUTSKEVER et al., 2014).

Por outro lado, Redes Neurais LSTM possuem limitações como pequena

janela de informação passada. Então, não possui capacidade de resolver todos os

problemas em previsão de sequência, algo que já foi relatado na literatura e em

testes de benchmark (GERS et al., 2002).

Segundo Brownlee (2018b) existem cinco tipos de LSTM: Vanilla, Stac-

ked, Bidirectional,CNN-LSTM e ConvLSTM.

1. Vanilla LSTM é o tipo mais simples de Long-Short Term Memory,

pois possui uma camada de entrada, apenas uma camada oculta com unidades

LSTM, e uma camada de saída, que serve para fazer previsão, conforme Figura

16.

Figura 16: Modelo Vanilla LTSM.

O termo "dense" pode ser observado na �gura anterior e é uma referência

de como os neurônios estão interligados, isto é, uma neurônio se conecta a todos os

outros da camada seguinte, esse tipo de ligação é conhecida como "fully connect".

2. Stacked LSTM é o nome do modelo que faz empilhamento de camadas

LSTM uma sobre a outra, que pode ser visualizado na Figura 17, em que é possível

observar duas camadas LSTM após a camada de entrada. O tipo stacked necessita

de uma entrada de dados tridimensional (informações de quantidade de linha,

coluna e valores anteriores), e produz uma saída é bidimensional (informações de



29

linha e coluna) no �nal da sequência.

Figura 17: Modelo Stacked LTSM. Fonte: Elaborado pelo próprio autor.

3. Bidirectional LSTM permite que a LSTM aprenda a sequência em dois

sentidos: entrada para frente e da frente para trás, isto é, esquerda para direita

(So até Si) e direita para esquerda (S'o até S'i), conforme Figura 18. É utilizada

em previsão de séries temporais univariadas, de modo que a primeira camada

oculta trabalha de forma bidirecional.

Figura 18: Bidirectional LTSM. Fonte: Elaborado pelo próprio autor.

Os modelos a seguir não foram utilizados nesta pesquisa, estão listado

apenas para registro. O próximo modelo deriva de Convolutional Neural Network

(CNN).

4. CNN LSTM é um tipo de Rede Neural que trabalha com dados de ima-

gens bidimensionais. As CNN podem ser e�cazes para aprender automaticamente
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dados de sequência unidimensional. A CNN pode ser usada como um modelo hi-

brido, atuando de forma conjunta com LSTM no backend, modelo denominado

CNN-LSTM.

5. modelo ConvLSTM é relacionado ao CNN-LSTM, de modo que a lei-

tura convolucional da entrada é construída em cada unidade LSTM. ConvLSTM

foi pensada para fazer leitura de dados espaço-temporais de duas dimensões, mas

também permite adaptação para trabalhar com previsão univariada de séries tem-

porais. A camada espera uma entrada que deve conter uma sequência de imagens

bidimensionais. O formato dos dados da entrada deve ser: amostras, estados de

tempo, linhas, colunas, recursos.

Redes Neurais Convolucionais são um tipo de RNA muito utilizada no

reconhecimento de imagens. A saída é uma imagem, com as mesmas dimensões,

que é comparada com a entrada. Este tipo de Rede Neural é considerada um

grande avanço tecnológico, porém esbarra em di�culdades como a necessidade de

grande bancos de dados rotulados (COSTA, 2017).

2.3 Estatística

Vários algoritmos já foram criados para realizar tarefa de predição em

dados sequenciais (GUENICHE et al., 2013). Modelos matemáticos têm sido

usados para auxiliar na tomada de decisão em diversas situações, por exemplo,

na área de saúde, de modo que é possível prever casos de dengue (MIRANDA et

al., 2015).

Modelos são representações da realidade em estudo, ao passo que se dá

ênfase para características maiores e, muitas vezes, se despreza características que

podem ser consideradas detalhes menores. O objetivo é descrever, simpli�car e

facilitar o entendimento sobre aquilo que se está estudando. (BARBETTA et al.,

2010).

Modelos lineares tentam descrever fenômenos aleatórios buscando encon-

trar a normalidade procurada. A partir da década de 1970, o desenvolvimento

computacional permitiu a criação de novos modelos com processos iterativos, por

exemplo, modelo normal não linear e modelos lineares não generalizados. Nos

anos posteriores surgiram outros modelos como quase-verossimilhança, dispersão

e modelos multivariados (PAULA, 2004).

É possível exempli�car outros modelos, como o probabilístico ou estocás-

tico, em que antes do experimento não é possível saber o resultado, mas somente a

probabilidade. Um exemplo é o lançamento de uma moeda. Antes do lançamento
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é possível atribuir 50% de chance para cara e 50% para coroa, na face superior

após o lançamento (BARBETTA et al., 2010).

Em uma análise de dados é comum buscar similaridades, diferenças e

correlação entre variáveis (LIRA; NETO, 2006). Para tanto, é necessário recorrer

a área de Estatística (BUSSAB; MORETTIN, 2009). Uma das técnicas dispo-

níveis para buscar comportamento próximo entre variáveis é a correlação linear

de Pearson, que é capaz de medir o grau da relação linear entre duas variáveis

(PRUNZEL et al., 2016).

Em Estatística, regressão linear é uma equação para estimar valor espe-

rado de uma variável. Isto é, trata-se de uma busca por estimar um valor que

não é possível inicialmente. Dessa forma, é um modelo matemático que estuda a

relação, de forma linear, entre uma variável dependente e uma ou mais variáveis

independentes. Mais que isso, em alguns estudos essa técnica tem sido usada

para fazer predição de dados (SOUZA et al., 2018).

Outra técnica usada para análise de dados é o coe�ciente de determinação

(R²), também conhecido como R quadrado, que possui valores entre 0 e 1, e é

capaz de determinar a proximidade entre valores de duas variáveis. O R² é usado

também como parâmetro de escolha em modelagens matemáticas (SOUZA et al.,

2018), por exemplo, é utilizado para testar um conjunto de dados em diversos

modelos e analisar qual atinge valor mais próximo de 1, dessa forma, apontando

qual o modelo que atinge melhor resultado (SEVERINO et al., 2005).

O modelo R quadrado, então, é uma medida que calcula o grau de ajus-

tamento da equação em relação aos dados amostrais. Isto é, mede a qualidade do

ajuste de um modelo, de modo que é capaz de testar o grau de signi�cância em

um modelo de regressão linear, e pode ser traduzido, em formato mais didático,

como um índice percentual (QUININO et al., 1991).

Existem outros testes e técnicas que podem se somar ao coe�ciente de

determinação em uma análise de dados. Um exemplo é o teste de Wilcoxon,

um tipo de teste que usa dados amostrais em série e considera o tamanho das

diferenças. É caraterizado como teste não paramétrico, ou seja, não exige que a

população analisada tenha distribuição normal. É um tipo de teste que usa dados

amostrais em série e considera o tamanho das diferenças

Com o Teste de Wilcoxon veri�ca-se a hipótese nula de que duas amostras

pareadas foram selecionadas de duas populações idênticas ou de duas populações

simétricas coma mesma média. Então, testa se a distribuição das diferenças dos

escores na população é simétrica em relação ao valor zero (HOWELL, 2012).

Outra opção para análise de dados é o coe�ciente de correlação de Ken-



32

dall, que pode variar entre -1 e 1. Quanto maior o coe�ciente maior a associação

das amostras, bem como valores negativos indicam associação negativa. É utili-

zado para testar hipóteses que veri�cam associação.

É um tipo de teste não paramétrico e veri�ca a semelhança entre ordens

de dados. É usado, por exemplo, na comparação entre variáveis. Outro uso

comum é para veri�car se duas variáveis são dependentes. É também usado para

checar a consistência (SILVA et al., ).

Para veri�car correlações uma opção para analisar os dados é o coe�ciente

de correlação de Spearman, que é a mais antiga estatística baseada em postos

(SIEGEL; JR, 1975). É uma medida que veri�ca um tipo de correlação não

paramétrica. Não requer que o relacionamento entre as variáveis seja linear, e

não requer que as variáveis sejam quantitativas. O coe�ciente de Spearman não

necessita que a população amostrada tenha distribuição normal, o que o diferencia

do Coe�ciente de Pearson (BAUER, 2007).

Assim como o coe�ciente de correlação de Kendal o coe�ciente de Spe-

arman trabalha com o conceito de postos. É usado para medir a intensidade da

relação entre as variáveis ordinais. Neste caso, mais importante que o valor é a

ordem das observações. Dessa forma, pode ser utilizado mesmo com a presença

de assimetrias e outliers.

Existem outras estatísticas que servem inclusive para trabalhar direta-

mente com predições. Um exemplo é o ARIMA.

Integrated Moving Average (ARIMA) é o nome de outro modelo utilizado

em predição, em especial, ao trabalhar com séries temporais. Esse modelo ajuda

no entendimento dos dados, e , algumas vezes, pode ser mais indicado que Redes

Neurais (BROWNLEE, 2018b). Em outros casos, essas duas técnicas conseguem

trabalhar juntas formando ummodelo hibrido (CARDOSO; CRUZ, 2016). Ocorre

que para suportar o comportamento de sazonalidade foi criado o modelo SARIMA

(Seasonal Autoregressive Integrated Moving Average).

O modelo SARIMA é também usado para predição, capaz de capturar

a sazonalidade em séries temporais, de modo que contém uma parte sazonal e

outra não sazonal (ESPINOSA et al., 2010). É uma técnica que já foi usada em

situações como: prever a temperatura (SILVA et al., 2008), o número de focos de

calor (ESPINOSA et al., 2010), número de vendas de motocicletas (WALTER et

al., 2013) e a demanda do setor calçadista (LIMA et al., 2019).

No estudo de predições um dos fatores que di�cultam a realização de

testes é o custo computacional. Dessa forma, é possível utilizar técnicas que

contribuam para uma exigência menor de processamento computacional.



Capítulo 3

Materiais e Métodos

Neste capítulo apresenta-se os dados que foram utilizados. Dessa forma,

ocorre uma apresentação de cada variável que foi usada como base de dados

para treinamento da Rede Neural Arti�cial, bem como apresenta-se de que forma

ocorreu o desenvolvimento da Rede Neural LSTM.

3.1 Dados Utilizados

Para esta pesquisa optou-se por utilizar dados coletados pelo Programa

de Pós-Graduação em Física Ambiental (PPGFA). Essa escolha considerou a

quantidade de varáveis microclimáticas coletadas, além de dados da cobertura

do solo. Outro fator que contribuiu foi a continuidade da coleta de dados, que

iniciou em 2011, depois 2012, depois 2016 e continua em 2019. Esses fatores

contribuíram para formação de grandes volumes de dados, o que é pre-requisito

para, por exemplo, aplicar técnicas de Redes Neurais.

A coleta de dados foi realizada utilizando a metodologia de transecto

móvel noturno. Foi utilizado veículo automotor. A coleta foi feita às 20 horas

da noite. A velocidade do veículo variando entre 30 e 40 quilômetros por hora

(km/h), em dias com condições climáticas estáveis, com ventos leves e céu claro

(OKE, 2004; AMORIM, 2005; SANTOS, 2012).

3.1.1 Sensores

Neste estudo utilizou-se Datalogger de temperatura e umidade do ar (HT-

500, Instrutherm, São Paulo, São Paulo, Brasil), o equipamento foi protegido por

abrigo, acoplado na lateral de um veículo a aproximadamente a 2 metros do solo,

conforme Figura 19. Ao mesmo tempo, foi utilizado equipamento GPS/MAP da

33
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marca Garmin, modelo 76Cx, obtendo-se as coordenadas geográ�cas angular e

UTM (Universal Tranversa de Mercator), Zona 21, para precisão dos locais de

medição dos pontos (SANTOS, 2012).

Figura 19: Sensor utilizado no transecto. Adaptado de Zavitoski, 2018.

O sensor possui um abrigo que foi desenvolvido por pesquisadores do

PPGFA. O abrigo é constituído por cano de material PVC (ZAVITOSKI, 2018).

3.1.2 Localização

Devido a extensão da área de estudo em Cuiabá-MT, optou-se por dividir

em dois transectos, sendo o transecto 1 - Leste/Oeste com 19,76km e o transecto

2 - Sul/Norte, com 11,6km, totalizando 91 pontos, Figura 20. Esta metodologia

consiste em um percurso previamente determinado, registrando as medições das

variáveis climáticas, temperatura do ar e umidade relativa do ar, nas quatro

estações do ano, durante os anos de estudo.
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Figura 20: Área de estudo com 91 pontos em Cuiabá-MT.

3.1.3 Período

Os dados utilizados nesta pesquisa, se referem ao período de 2011-2012 e

2016. Para as coletas realizadas em 2011 e 2012 (Tabela 2).

Tabela 2: Período de medição por transectos móveis em 2011/2012.

Mês Dia Estação
Abril/2011 12/19/26 Outono
Maio/2011 09/17/26 Outono
Junho/2011 14/16/21/28 Outono/Inverno
Julho/2011 07/12/21/26 Inverno
Agosto/2011 08/16/29/30 Inverno
Setembro/2011 06/19/25/28 Inverno/Primavera
Outubro/2011 24 Primavera
Novembro/2011 09/23 Primavera
Fevereiro/2012 28 Verão
Março/2012 18/19 Verão

Para a coleta de dados realizada em 2016 (Tabela 3), utilizou-se Data-

logger com GPS, modelo GKV02. Obtendo as coordenadas geográ�cas angular

e posteriormente convertendo em UTM (Universal Tranversa de Mercator) utili-

zando Datum WGS84 Zona 21S, para precisão dos locais de medições dos pontos.

Também se utilizou o RTL-10709 sensor de temperatura do ar e umidade relativa

do ar, modelo AM2302, protegido por abrigo, acoplado na lateral de um veículo,

�xado a aproximadamente 2 metros do solo.
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Tabela 3: Período de medição por transectos móveis em 2016.

Mês Dia Estação
Março/2016 04/06/18/20 Verão
Maio/2016 11 Outono
Junho/2016 06/11/12 Outono
Julho/2016 12 Inverno
Agosto/2016 06 Inverno
Setembro/2016 10/15 Inverno
Outubro/2016 28/29 Primavera
Dezembro/2016 11/20 Primavera

Os dados de 2011 foram coletados de 10 em 10 segundos. Os dados

de 2016 foram coletados de 1 em 1 segundo. Cada linha com o conjunto de

informações das variáveis é chamada de timestamp.

Na sequência deste estudo os dados de 2011-2012 serão referenciados ape-

nas como dados 2011.

3.1.4 Classi�cação da cobertura de solo

O conjunto de variáveis foi escolhido considerando o potencial de inter-

ferência na temperatura do ar e consequentemente na formação de ilhas de calor

(SANTOS; NOGUEIRA, 2012).

Para a classi�cação do solo dos 91 pontos, utilizou-se a metodologia de

OKE (2004), que de�ni a área de in�uência do instrumento, sendo a relação de

a cada 2m de distância que o instrumento esta do solo, a área de in�uência é

200 metros de raio. Com isto, foram gerados os mapas temáticos empregando

o método de classi�cação supervisionada, por meio da técnica MAXVER (má-

xima semelhança), utilizando imagens do software Google Earth. Obtendo as

porcentagens referentes a cada classe de interesse, conforme Kastzschner (1997),

isto é, cobertura com vegetação rasteira, vegetação arbórea, solo exposto, corpos

d'água, área pavimentada e área edi�cada, nos anos de estudo em 2011-2012 e

2016.

3.2 Desenvolvimento do Modelo Deep Learning

3.2.1 Ambiente de Desenvolvimento

IDE (Integrated Development Environment) é um software que funciona

como um ambiente integrado para o desenvolvimento de códigos, neste estudo
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optou-se pelo Spyder1. E a linguagem computacional escolhida foi o python2,

na sua versão 3.6. Essa linguagem foi escolhida pela quantidade de bibliotecas

disponíveis e pela documentação disponível na web.

O banco de dados utilizado foi o PostgreSQL3, na sua versão 10.3, a

escolha foi feita considerando a documentação disponível, o desempenho e sua

�exibilidade(CARVALHO, 2017).

O processamento foi realizado em servidores da UFMT. Outra opção seria

utilizar nuvens como da Google4 e nuvem Microsoft5.

O equipamento utilizado para processar os dados foi um servidor IBM,

modelo x3650 M4, com 64 GigaByte Random Access Memory (GB RAM), disco

do tipo solid-state drive (SSD), virtualizador VmWare Sphere6 6.5. É um equipa-

mento do parque computacional da UFMT. Foram utilizadas 5 máquinas virtuais

com a mesma con�guração e processando os dados de forma simultânea, uma para

cada estação do ano. A especi�cação segue abaixo:

-Sistema Operacional: Ubuntu 18.04

-virtualCPU: 10 unidades

-Memória: 10 GB RAM

-Disco: SSD 30 GB

Para atividades mais rápidas (poucas horas), como testes e validação de

código, optou-se por utilizar o ambiente de Computação em Nuvem chamado

COLAB7, da empresa Google. O serviço é gratuito e seu uso é limitado para até

12 horas de runtime (uma rotina de execução).

3.2.2 Escolha da Rede Neural

A escolha da Rede Neural LSTM considerou o levantamento bibliográ�co

realizado no Capítulo 2. As bibliogra�as consultadas indicaram que a Long-

Short Term Memory tem alcançado ótimos resultados em predição de séries de

dados por ter características como a capacidade de persistência da memória e

reconhecimento de padrões em sequência de dados. O fator que mais colaborou

para escolha foi a capacidade de persistência da memória, visto que a LSTM é

capaz de guardar informações a respeito de neurônios que estão vários passos

atrás no desenrolar da Rede Neural.
1https://www.spyder-ide.org
2https://www.python.org
3https://www.postgresql.org
4https://cloud.google.com/Google/ComputeEngine
5https://azure.microsoft.com/pt-br/education
6https://www.vmware.com/vsphere
7https://colab.research.google.com
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3.2.3 Seleção das Variáveis

A seleção de variáveis ambientais foi feita considerando todas as opções

que foram captadas e tinham in�uência na temperatura do ar (SANTOS; NO-

GUEIRA, 2012), e consequentemente na formação de ilhas de calor no período

noturno.

Segue abaixo a lista de variáveis coletadas nos transectos:

� Temperatura do ar

� Data

� Longitude

� Latitude

� Hora

� Umidade Relativa do ar

� Altitude

� Cobpais-pct (cobertura paisagística)

� Cobarb-pct (cobertura arbórea)

� Soloexp-pct (solo exposto)

� Apav-pct (área pavimentada)

� Aedf (área edi�cada)

� Aguapct (corpos d água)

Neste estudo optou-se por não utilizar as variáveis Data, Hora, Latitude

e Longitude.

3.2.4 Preparação dos Dados

A preparação dos dados envolveu organiza-los para servir de entrada para

Rede Neural LSTM. Neste estudo descartou-se linhas com dados incompletos

em alguma coluna. A variável "velocidade" foi retirada por motivo de ser uma

referência ao veículo que transportava o Datalogger.

Os dados que estavam em arquivos de planilha eletrônica foram transfe-

ridos para o PostgreSQL. Desse modo, foi possível fazer manipulações utilizando
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código Structured Query Language (SQL), linguagem de consulta estruturada.

Esse �uxo de atividades foi passado para o formato de um diagrama.

O modelo de diagrama denominado Business Process Modeling Notation

(BPMN) é muito utilizado para modelar processos e �uxos de atividades, e nesse

estudo foi utilizado para explicar como foi feita a modelagem do banco de dados,

conforme pode ser observado na Figura 21.

Figura 21: Conjunto de etapas na manipulação do banco de dados.

Abaixo estão as descrições com maiores detalhes das etapas que estão

representadas na Figura 15:

1. Na primeira etapa os dados do datalogger foram inseridos no banco de dados

PostgreSQL.

2. A seguir foi utilizado um script para separar e salvar os dados por estações:

inverno, outono, primavera e verão.

3. Na etapa seguinte utilizou-se código SQL para gerar um novo banco de dados

com os pontos mais próximos de um determinado ponto, por exemplo, um ponto

de referência no ano de 2016 e os três pontos mais próximos de 2011. Também

foram criados arquivos com pontos de referência 2016 juntamente com os três

pontos mais próximos de 2016.

4. Na sequência os bancos criados foram exportados para arquivo CSV (Comma

Separated Value).

5. Nesta etapa os arquivos foram tratados para servir de entrada para RN, então,

foram deletadas as colunas: Data, Hora, Latitude e Longitude.
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Depois de todas as manipulações no banco os dados foram organizados

em grupos de variáveis com informações sobre cada timestamp, por exemplo,

no primeiro caso (utilizar dados de 2011 para prever 2016) o primeiro grupo de

variáveis continha informações sobre determinado ponto de 2016, conforme pode

ser observado na Tabela 4:

Tabela 4: Grupo de variáveis de um determinado ponto.

Grupo 1
v1 v2 v3 v4 v5 v6 v7 v8 v9
32.3 42.2 197 19 8 15 23 33 0
32.2 42.2 197 19 8 15 23 33 0
32.2 42.3 197 19 8 15 23 33 0

Abaixo a relação do nome das variáveis abreviadas com seus respectivos

nomes:

� v1: Temperatura

� v2: Umidade

� v3: Altitude

� v4: Cobpais-pct

� v5: Cobarb-pct

� v6: Soloexp-pct

� v7: Apav-pct

� v8: Aedf

� v9: Aguapct

O conjunto v1 a v9 compõe a seleção de variáveis utilizadas. As três linhas

representam um resumo de um banco de dados inteiro. O conjunto completo de

dados é composto por arquivos com até vinte (20) mil linhas.

Os três grupos seguintes (após grupo de 2016) eram dados de 2011 com

informações sobre os três pontos mais próximos. Essa busca espacial no tran-

secto foi feita usando um cálculo de proximidade, que considera a distância espa-

cial juntamente com a temporal, sendo que a primeira tem prioridade maior na

classi�cação dos dados. Abaixo a representação desse cálculo de distância:
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Di =
√

(L1− L2)2 + (l1− l2)2 + |t1− t2| (1)

L = longitude

l = latitude

t = tempos em segundos

Por meio dessa equação foi possível veri�car a distancia geométrica dos

pontos, por exemplo, com informações de 2016, conforme Tabela 5:

Tabela 5: Quatro conjuntos de variáveis que servem para dar entrada na Rede
Neural. Exemplo de um timestamp.

Grupo 1: Dados de 2016
v1
30.2

Grupo 2: Dados do ponto mais próximo 2011
v1 v2 v3 v4 v5 v6 v7 v8 v9
36.9 208 21 6.3 10.2 35.2 26.5 0
Grupo 3: Dados do segundo ponto mais próximo 2011
v1 v2 v3 v4 v5 v6 v7 v8 v9
32.2 37.0 207 21 6.3 10.2 35.2 26.5 0
Grupo 4: Dados do terceiro ponto mais próximo 2011
v1 v2 v3 v4 v5 v6 v7 v8 v9
32.2 37.1 207 21 6.3 10.2 35.2 26.5 011

Depois de todos os tratamentos dos dados formou-se, então, os quatro

grupos de variáveis que compõem um total de colunas, de modo que cria-se com

isso o formato que a Rede Neural precisa como entrada para fazer os cálculos e

realizar as predições.

3.2.5 Amostragem

O conjunto de dados utilizado foi dividido para realização dos testes de

predição. Os dados foram mantidos na sequência original.

Amostragem - 90% para treinamento e 10% de teste.

A parte de teste utilizada representa o pedaço �nal dos timestamps, isto

é, do conjunto inteiro de dados analisado em cada caso.

Neste estudo optou-se por não utilizar técnica de validação cruzada (cross-

validation) como k-fold, pois isto elevaria de forma exponencial o tempo de pro-

cessamento dos dados.
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3.2.6 Open Science

Este estudo orientou-se por praticas de ciência aberta (open science) dis-

ponibilizando as informações e dados utilizados. O sistema operacional utilizado

(Linux Ubuntu), a linguagem de computação, as bibliotecas e ferramentas utili-

zadas seguem a linha open source.

3.2.7 Bibliotecas Python

Biblioteca é o nome de um módulo que possui conjuntos de scripts que

facilitam a realização de atividades especí�cas, por exemplo, manipular grá�-

cos. O modelo de Rede Neural LSTM construído utilizou as seguintes bibliotecas

(pacotes) da linguagem python:

� Tensor�ow8 - permite trabalhar com Machine Learning.

� Keras9 - facilita o trabalho com redes neurais.

� Pandas10 - possibilita realizar analise de dados.

� Numpy11 - permite manipular matrizes e vetores.

� MatplotLib12 - facilita a criação e visualização de grá�cos.

� Sklearn13 - faz mineração e análise de dados.

� Math14 - possibilita uso de funções matemáticas.

Todas as bibliotecas utilizadas estavam em versão compatível com python

3.6. O modelo criado recebeu 28 variáveis na entrada da rede neural, já a saída

possuí apenas um neurônio, mas isto também pode ser alterado, conforme o que

se pretende prever.

8https://www.tensor�ow.org
9https://keras.io
10https://pandas.pydata.org
11https://numpy.org/
12https://matplotlib.org/
13https://scikit-learn.org
14https://docs.python.org/3/library/math.html
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3.2.8 Criação do Modelo LSTM

Para criação do modelo foram testadas diferentes combinações, dessa

forma, foi possível salvar o melhor modelo, ou seja, a combinação dos parâmetros

que atingiu maior valor de Coe�ciente de Determinação (também conhecido por

R²), isto é, valor mais próximo de 1, quanto mais próximo do valor 1 mais próximo

é o conjunto de dados previstos em comparação com dados reais. O melhor modelo

foi salvo em arquivo .h5, que guardou os pesos utilizados na Rede Neural.

As camadas ocultas são grupos de neurônios que �cam entre a camada

de entrada e saída. Os neurônios são células de memória. O batchSize de�ne o

número de amostras utilizadas antes da atualização dos parâmetros internos do

modelo. Época é a quantidade de passagens em ciclos completos por meio do

conjunto de dados para treinamento.

A quantidade de "valores anteriores" em uma previsão é uma variável que

representa o número de registros exatamente anteriores a um dado que pertence

a uma série, por exemplo, se o valor dessa variável é 300, só é possível prever

usando LSTM a partir do registro (timestamp) 301 da série.

O modelo de RN criado, tipo LSTM, considerou os seguintes parâmetros

e valores para realização dos testes:

� Número de camadas ocultas: 4.

� Quantidade de Neurônios: 100.

� Valor de BatchSize: 32 e 64.

� Tipo de LSTM: 1 (Stack) e 2 (Bidirectional).

� Número de épocas: 100.

� Quantidade de valores anteriores em uma previsão: 300.

Os dois tipos de LSTM testados são os que se encaixam nas de�nições de

Deep Learning já apresentadas.

Dessa forma, existiam quatro (4) combinações diferentes para cada esta-

ção. É importante ressaltar que ao elevar as combinações, o número de camadas,

neurônios, épocas e "valores anteriores" também eleva-se o custo computacional

em vários sentidos, isto é, vai ter uma necessidade maior de memória, CPU (Cen-

tral Process Unit), espaço de armazenamento e tempo para processamento. Para

cada combinação de parâmetros salvou-se as informações estatísticas: RMSE, co-

e�ciente de determinação, correlação de Spearman, correlação de Kendall e teste

de Wilcoxon.
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Na Tabela 6 é possível veri�car um exemplo de combinação dos principais

parâmetros utilizados ao criar uma Rede Neural LSTM:

Tabela 6: Exemplo de combinação dos parâmetros de treinamento da Rede Neural

Parâmetro Valor
Épocas 100
Neuronios 100
Camadas Ocultas 4
Batch Size 32
Timestamps anteriores 300
Tipo de LSTM 1 (Stack)

Na Figura 22 é possível visualizar, ainda que de forma resumida utilizando

diagrama, o �uxo de etapas na elaboração do algoritmo.

Figura 22: Fluxo de etapas. Fonte: Adaptado de Ferrari et al. 2019.

A etapa denominada "modelagem" envolve etapas menores como a de�-

nição do tipo de modelagem e a con�guração da quantidade de camadas ocultas.

O tipo de modelo usado foi o "Sequential", que é constituído por uma pilha li-

near de camadas, no caso camadas LSTM. A seguir a etapa de compilação em

que ocorre aplicação da função de erro. Depois a etapa "�t" em que ocorrem as

iterações de�nidas pelo número de épocas.

Existe também um diagrama que pode ser gerado pela própria Rede

Neural. Na Figura 23 visualiza-se um diagrama simpli�cado da etapa especí�ca
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de modelagem da Rede Neural, tipo LSTM. O diagrama foi baseado no sumário

criado (Anexo) pelo pacote Keras.

Figura 23: Diagrama com formato do modelo de entrada do Keras.

Na imagem gerada pelo pacote Keras com o sumário da Rede Neural

LSTM é possível veri�car as etapas da rede, informações sobre parâmetros e o

uso do dropout. O dropout é um recurso de regulação em que parte dos dados

são descartados de forma randômica para evitar over�tting, que é um tipo de

ajustamento forçado da Rede Neural aos dados utilizados. Então, nesta pesquisa

optou-se por utilizar um dropout de 30%.

3.2.9 Modelos criados

Em cada conjunto de testes foi salvo o melhor modelo, isto é, aquele que

atingiu maior R². Criou-se modelos com os respectivos melhores resultados de

coe�ciente de determinação para as estações: inverno, outono, primavera e verão.

E cada modelo foi testado nas outras estações. Os dados reais foram comparados

com os previstos utilizando o Coe�ciente de Determinação.

Os modelos criados guardaram informações de pesos da Rede Neural, o

que é necessário para utilizar essa modelagem em outro conjunto de dados, em

alguns casos como na previsão da primavera de 2016 o arquivo .h5 guardou infor-
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mações sobre mais de oitenta mil (80000) parâmetros. Esse tipo de informação é

armazenada pelo pacote Keras do Python.

Na simulação de temperatura para o ano de 2021, utilizou-se modelos

criados com dados de 2011 e aplicados em dados de 2016. As escolha do ano de

2021 foi feita para seguir o mesmo intervalo de 5 anos. Nessa simulação foram

usados modelos e dados de referência da mesma estação, por exemplo, no modelo

gerado a partir de dados da primavera 2011 foram aplicados dados de primavera

2016 para simular a temperatura da primavera em 2021.



Capítulo 4

Apresentação e Análise dos

Resultados

O capítulo de resultados foi dividido em quatro partes, a primeira parte

apresenta-se o cenário com dados de 2011 para prever 2016. Na segunda etapa

visualiza-se dados de uma estação de 2016 para prever as demais estações do

mesmo ano. Na parte seguinte apresenta-se a simulação para o ano de 2021. Por

�m,

4.1 2011 prever 2016

Na criação de modelos com dados de 2011 para prever 2016 utilizou-se

dados de cada estação: inverno, outono, primavera e verão. Dessa forma, os

dados foram separados por estação. Neste sentido, foram testadas as con�gu-

rações informadas anteriormente e a combinação que obteve melhor resultado

considerando o Coe�ciente de Determinação serviu para criar o modelo de cada

estação.

4.1.1 Amostragem 90% de treino e 10% de teste

A primeira amostragem testada considerou os primeiros 90% de dados

para treinamento e os 10% restantes para teste, isto é, comparação entre dados

reais e previstos.

4.1.1.1 Modelo Inverno

Na criação do modelo de inverno a melhor combinação obteve R² 0,9725,

MSE 0,0067 e RMSE 0,082 nos dados de teste, e teve a seguinte con�guração:

47
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� Número de camadas ocultas: 4.

� Quantidade de Neurônios: 100.

� Valor de BatchSize: 32.

� Tipo de LSTM: Stack.

� Número de épocas: 100.

� Quantidade de valores anteriores em uma previsão: 300.

Figura 24: Grá�co com melhor modelo de inverno 2011 para prever inverno 2016.

É possível veri�car na Figura 24 que a predição, linha azul, na maior

parte do grá�co acompanhou de perto a linha vermelha, que são os dados reais

de temperatura. É possível veri�car que no decorrer do grá�co a temperatura cai

de aproximadamente 28 graus Celsius para aproximadamente 26. Dessa forma,

veri�ca-se que a predição acompanhou as variações da temperatura real na pre-

dição do inverno de 2016.
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4.1.1.2 Aplicação do melhor modelo de Inverno

(a)Dados de Inverno. (b)Dados de Outono.

(c)Dados de Primavera. (d)Dados de Verão.

Figura 25: Aplicação do melhor modelo de inverno 2011 previsão 2016 aplicado
no conjunto inteiro de dados de inverno, outono, primavera, verão.

O modelo criado com dados de inverno atingiu resultados expressivos no

teste em conjuntos de dados com de estações: outono (R² 0,99), primavera (R²

0,99) e verão (R² 0,993). No teste com dados de verão, em que atingiu melhor

resultado ao se considerar o Coe�ciente de Determinação, o MAE foi 0,28, MSE

0,13 e RMSE foi de 0,36, ou seja, o modelo foi capaz de capturar as oscilações

de temperatura com grande taxa de acerto, conforme Figura 25d. O valor de p

Wilcoxon foi zero, o que indica que as séries (dados reais e dados previstos) são

de diferentes distribuições. Os valores de pvalue Kendall e Spearman p também

foram zero, o que indica forte correlação entre dados reais e previstos. A média

dos dados previstos foi de 23,75 e dados reais de 23,55.

Em Yang et al. (2017), os autores também consideram informações espaço-

temporais para fazer a predição da temperatura na superfície do oceano. Os

autores criaram um modelo combinado de LSTM com CNN e compararam os re-

sultados alcançados com outros modelos: SVM (Support Vector Machines), SVR
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(Support Vector Regression) e LSTM. Na comparação usaram RMSE como mé-

trica. O modelo criado pelos autores atingiu melhor resultado com RMSE 0,40,

resultado inferior ao encontrado neste estudo na previsão da temperatura do ar

para o inverno de 2016.

Karevan e Suykens (2018) criaram modelo LSTM, tipo Stack, para pre-

ver a temperatura máxima e mínima. Os autores testaram con�gurações LSTM

com e sem dados espaço-temporais. Usaram todos os dados de entrada disponí-

veis, testaram con�gurações com 20, 40, 80, 160, 320 e 640 neurônios na primeira

camada. Foi testado também duas opções de funções de ativação: sigmoid e

tangente. Para analisar os resultados atingidos usaram MAE e MSE como mé-

trica. pelos resultados obtidos conclui-se que ao considerar as informações espaço-

temporais atingi-se resultados melhores considerando as métricas MAE e MSE.

Na maioria dos testes os resultados ao utilizar função sigmoid foram melhores

que ao utilizar tangente.

Em Gong et al. (2017) criou-se modelo LSTM também com informações

espaço-temporais e analisou-se a relação entre a loss e o número de épocas utili-

zado. Concluiu-se que após 100 épocas, valor utilizado no presente estudo, não

ocorre ganho na loss. Isso signi�ca que no estudo citado não existe melhora ao

elevar o número além de 100 épocas ao se considerar o valor de loss.

4.1.1.3 Modelo Outono

A criação do modelo de outono apresentou resultados inferiores aos en-

contrados no inverno. O maior R² encontrado foi de 0,88, já o MSE 0,040 foi e

RMSE de 0,020. Esta con�guração segue abaixo:

� Número de camadas ocultas: 4.

� Quantidade de Neurônios: 100.

� Valor de BatchSize: 32.

� Tipo de LSTM: Stack.

� Número de épocas: 100.

� Quantidade de valores anteriores em uma previsão: 300.
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Figura 26: Grá�co com melhor modelo de outono.

Na Figura 32 é possível checar o comportamento da predição em relação

com os dados reais. É possível veri�car mudança considerável na temperatura no

decorrer de poucos timestamps, o que pode ter trazido di�culdade no processo de

aprendizagem.
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4.1.1.4 Aplicação do melhor modelo de Outono

(a)Dados de Inverno. (b)Dados de Outono.

(c)Dados de Primavera. (d)Dados de Verão.

Figura 27: Aplicação do melhor modelo de outono 2011 previsão 2016 aplicado
no conjunto inteiro de dados de inverno, outono, primavera, verão.

O modelo criado para outono foi o que atingiu R²mais baixo. Dois fatores

podem contribuir para este resultado, em primeiro lugar, nessa estação ocorre

uma transição, existem períodos com e sem chuva. Em segundo lugar, na segunda

metade dos timestamps coletados a temperatura diminuiu em aproximadamente

10 graus Celsius em comparação com a primeira metade dos dados coletados,

o que representa uma mudança brusca. Dessa forma, o maior Coe�ciente de

Determinação alcançado no teste em outro conjunto de dados foi 0,85 e na estação

verão, MAE 0,28, MSE 0,13 e RMSE 0,37, conforme Figura 33d. O valor de p

Wilcoxon foi zero, assim como pvalue Kendall e Spearman p.

4.1.1.5 Modelo Primavera

No processo de criação do modelo da primavera o R² mais alto atingiu

0,94, MSE 0,003 e RMSE 0,058. O R² foi superior ao encontrado no outono, por
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exemplo. A con�guração que atingiu esse resultado segue abaixo:

� Número de camadas ocultas: 4.

� Quantidade de Neurônios: 100.

� Valor de BatchSize: 64.

� Tipo de LSTM: Stack.

� Número de épocas: 100.

� Quantidade de valores anteriores em uma previsão: 300.

Figura 28: Grá�co com melhor modelo da primavera.

Na Figura 34 observa-se que na maior parte do eixo temporal a variável

de predição acompanhou de perto as oscilações da temperatura real. Diferente

de outono, neste caso ocorreram movimentações mais lentas no decorrer dos ti-

mestamps, é possível veri�car que depois de um breve aumento da temperatura

houve uma mudança de rota e a temperatura passou a cair praticamente de forma

contínua, o que pode ter relação com o processo de dissipação de calor acumulado

durante o dia.
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4.1.1.6 Aplicação do melhor modelo Primavera

(a)Dados de Inverno. (b)Dados de Outono.

(c)Dados de Primavera. (d)Dados de Verão.

Figura 29: Aplicação do melhor modelo de primavera 2011 previsão 2016 aplicado
no conjunto inteiro de dados de inverno, outono, primavera, verão.

O Modelo da primavera ao ser aplicado em outros conjuntos de dados

atingiu os seguintes números R² 0,98 para inverno, R² 0,995 para outono e R²

0,99 para o verão. Ou seja, o melhor resultado ocorreu em outono com MAE

0,23, MSE 0,099, RMSE 0,31, a média dos dados reais foi de 23,55 e dos dados

previstos foi de 23,56, Kendall pvalue e Spearman p com valor zero indicando

forte correlação. Observa-se a proximidade entre as séries na Figura 29b.

Em Luo et al. (2017) os autores criaram um modelo LSTM para prever a

temperatura de eixos em locomotivas. Como métrica utilizaram MSE. Seleciona-

ram diferentes pontos dos eixos para fazer análise. Nos resultados alcançados a

diferença entre temperatura real e temperatura prevista �cou entre 1,2 e 1,9 grau

Celsius, resultado inferior ao encontrado neste estudo ao prever a temperatura

da primavera em 2016.

Wang et al. (2017) os autores propuseram modelo LSTM, tipo Stack,

com informações espaço-temporais, combinando com uma RNN. O objetivo foi
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compartilhar espaço de memória. Comparou-se os resultados obtidos com outros

modelos: CDNA, DFN, VPN baseline. A métrica usada foi o MSE. O modelo

criado pelos autores conseguiu melhores resultados em comparação com os outros

modelos ao considerar valores de MSE.

4.1.1.7 Modelo Verão

O melhor modelo de verão alcançou R² de 0,99, MSE 0,007, RMSE 0,082,

e foi criado com a seguinte con�guração:

� Número de camadas ocultas: 4.

� Quantidade de Neurônios: 100.

� Valor de BatchSize: 64.

� Tipo de LSTM: Stack.

� Número de épocas: 100.

� Quantidade de valores anteriores em uma previsão: 300.

Figura 30: Grá�co com melhor modelo de verão.
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Na Figura 36 veri�ca-se que a variável de predição consegue acompanhar

de perto os dados reais na maior parte do eixo temporal. O maior distanciamento

ocorre na parte �nal da série temporal em que ocorrem dois movimentos grá�cos

acentuados e a Rede Neural não conseguiu capturar essa tendência com a mesma

precisão de antes, a variável de predição acaba invertendo a tendência de queda

antes do movimento da variável de temperatura real.

4.1.1.8 Aplicação do melhor modelo Verão

(a)Dados de Inverno. (b)Dados de Outono.

(c)Dados de Primavera. (d)Dados de Verão.

Figura 31: Aplicação do melhor modelo de verão 2011 previsão 2016 aplicado no
conjunto inteiro de dados de inverno, outono, primavera, verão.

O modelo criado com dados de verão obteve o melhor resultado ao ser

aplicado nos dados de outono, com R² 0,997, MAE 0,14, MSE 0,044 e RMSE

0,021, ou seja, mesmo com as mudanças abruptas na série de outono o modelo

conseguiu se ajustar. A media dos dados reais �cou em Media Real = 23,55 e

previstos com 23,65, Wilcoxon p, Kendal pvalue e Spearman p obtiveram valor

zero. A proximidade entre as séries pode ser observado na Figura 31b. No caso

do outono o R² foi de 0,99, mesmo valor de primavera e verão.
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Em Liu et al. (2018) os autores criaram um modelo LSTM considerando

a dependência temporal na previsão da temperatura marítima em diferentes pro-

fundidades. A métrica utilizada para avaliar o método foi o MSE. Os autores

compararam os resultados atingidos com outros métodos: SVR, MLPR (Multi-

layer Perceptron Regressor). O modelo dos autores alcançou MSE 0,030, resultado

próximo ao MSE encontrado neste estudo na previsão do verão de 2016.

Já em Salman et al. (2018) os autores criaram modelos de sequência

temporal LSTM com 1 e com 4 camadas para prever o valor das variáveis tempe-

ratura, umidade e pressão. Como métrica utilizaram o RMSE. Em todos os testes

resultados que usaram modelo LSTM com quatro camadas obtiveram resultados

superiores aos modelos com apenas uma camada. Na previsão da temperatura

obteve RMSE de 0,08 utilizando utilizando 100 épocas, resultado que é inferior

ao alcançado no presente estudo na previsão do verão em 2016.

4.1.1.9 Tabela do Coe�ciente de Determinação

O conjunto de R² dos modelos de inverno, outono, primavera e verão cria-

dos considerando a primeira amostragem foram aplicados nas diferentes estações,

conforme Tabela 7.

Tabela 7: Valores de R² com dados de 2011 para prever 2016 com 90% dos dados
para treinamento.

Valores de R²

- Modelos
Dados Inverno Outono Primavera Verão
Inverno 0,997 0,613 0,986 0,994
Outono 0,993 0,999 0,995 0,997

Primavera 0,964 0,793 0,994 0,995
Verão 0,974 0,857 0,990 0,996

Na Tabela 7 veri�ca-se um resumo dos valores do Coe�ciente de Deter-

minação alcançados nos testes.

4.2 2016 prever 2016

Nessa sessão apresenta-se resultados de modelos criados em cada estação

de 2016 e testados nas demais estações também do ano de 2016.
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4.2.1 Amostragem 90% de treino e 10% de teste

As mesmas amostragens testadas com dados de 2011 para prever 2016

foram usadas nessa sessão, qual seja 80% e 90% dos dados para treinamento.

4.2.1.1 Modelo Inverno

Na criação do modelo de inverno 2016 com 90% dos primeiros dados

da série para treinamento e previsão dos últimos 10% a melhor combinação de

parâmetros atingiu R² 0,98, MSE 0,004 e RMSE 0,068. A con�guração segue

abaixo:

� Número de camadas ocultas: 4.

� Quantidade de Neurônios: 100.

� Valor de BatchSize: 64.

� Tipo de LSTM: Stack.

� Número de épocas: 100.

� Quantidade de valores anteriores em uma previsão: 300.

Figura 32: Modelo inverno 2016 aplicado em dados de inverno 2016.
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Na Figura 32 visualiza-se que o a variável de predição acompanhou as

movimentações da variável com dados reais, seja no eixo horizontal ou vertical,

isto é, a predição alcançou valores próximos aos reais da temperatura.

(a)Dados de Inverno. (b)Dados de Outono.

(c)Dados de Primavera. (d)Dados de Verão.

Figura 33: Aplicação do melhor modelo de inverno 2016 na previsão das outras
estações do mesmo ano.

Na aplicação do melhor modelo de inverno 2016 aplicado nas outras esta-

ções destaca-se os resultados atingidos nas outras três estações (Figuras 33b, 33c

e 33d), visto que no outono obteve R² 0,97, na primavera R² 0,98,e, por �m o ve-

rão, que obteve o melhor resultado: R² 0,99, com MAE 0,076, MSE 0,008, RMSE

0,094, a media dos dados reais foi 28,38 e valores previstos de 28,44. Wilcoxon p,

Kendall pvalue e Spearman p com valor zero.

4.2.1.2 Modelo Outono

Na criação do melhor modelo de Outono a variável de predição encontrou

di�culdades na segunda metade da série em acompanhar movimentações acentu-

adas nos dados reais, o modelo obteve o R² 0,93, MSE 0,0228 e RMSE 0,1513. A

con�guração segue abaixo:
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� Número de camadas ocultas: 4.

� Quantidade de Neurônios: 100.

� Valor de BatchSize: 32.

� Tipo de LSTM: Stack.

� Número de épocas: 100.

� Quantidade de valores anteriores em uma previsão: 300.

Figura 34: Modelo outono 2016.

Na Figura 34 é possível veri�car que em vários timestamps ocorre di-

ferença próxima a 1 grau Celsius, o modelo teve di�culdade em acompanhar a

tendência e velocidade das alterações na temperatura real principalmente na parte

�nal da série de dados.
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(a)Dados de Inverno. (b)Dados de Outono.

(c)Dados de Primavera. (d)Dados de Verão.

Figura 35: Aplicação do melhor modelo de outono 2016 no conjunto inteiro de
dados de inverno, outono, primavera, verão.

Na aplicação do modelo de outono em outras estações de 2016 é possível

destacar o resultado encontrado nos dados de primavera com R² 0,79, MAE 0,46,

MSE 0,41 e RMSE 0,64, a media dos dados reais foi 27,48 e previstos 27,61.

4.2.1.3 Modelo Primavera

Na criação do modelo de primavera 2016 para prever as outras estações

de 2016 o melhor ajuste de parâmetros obteve R² 0,99, MSE 0,0060 e RMSE

0,0776. Segue a con�guração do modelo abaixo:

� Número de camadas ocultas: 4.

� Quantidade de Neurônios: 100.

� Valor de BatchSize: 32.

� Tipo de LSTM: Stack.

� Número de épocas: 100.
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� Quantidade de valores anteriores em uma previsão: 300.

Figura 36: Modelo primavera 2016...

Na Figura 36 visualiza-se que ocorre movimento inicial de subida na tem-

peratura e a seguir acontece um movimento de descida que vai até o �nal da série,

e a variável de predição foi capaz de se manter próxima aos dados reais, o que

justi�ca o valor de R² alcançado.
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(a)Dados de Inverno. (b)Dados de Outono.

(c)Dados de Primavera. (d)Dados de Verão.

Figura 37: Aplicação do melhor modelo da primavera de 2016 nos dados das
outras estações do mesmo ano.

Na aplicação do modelo de primavera de 2016 no conjunto de dados das

outras estações destacou-se o resultado atingido com dados do outono, qual seja

R² 0,996, MAE 0,17, MSE 0,061, RMSE 0,24, os dados reais tiveram média de

23,55 e dados previstos 23,53, Figura 37b. Nos dados de inverno obteve R² 0,99

assim como outono e verão.

4.2.1.4 Modelo Verão

Na criação do modelo de verão para testar os últimos 10% de dados o me-

lhor modelo alcançou R² 0,99, MSE 0,0026 e RMSE 0,0515. Segue a con�guração

abaixo:

� Número de camadas ocultas: 4.

� Quantidade de Neurônios: 100.

� Valor de BatchSize: 64.
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� Tipo de LSTM: Stack.

� Número de épocas: 100.

� Quantidade de valores anteriores em uma previsão: 300.

Figura 38: Modelo verão 2016.

Na Figura 38 observa-se que a variável de predição foi capaz de seguir

as variações grá�cas no comportamento da variável de temperatura com dados

reais, o que justi�ca o valor de R² encontrado.



65

(a)Dados de Inverno. (b)Dados de Outono.

(c)Dados de Primavera. (d)Dados de Verão.

Figura 39: Aplicação do melhor modelo de verão 2016 no conjunto inteiro de
dados das outras estações de 2016

Na aplicação do modelo de verão 2016 em outros conjuntos de dados

também de 2016 destaca-se o resultado alcançado em dados na primavera, em

que se alcançou R² 0,993, MAE 0,076, MSE 0,01, RMSE0,11, Figura 39c. O

valor de Wilcoxon p, Kendall pvalue e Spearman p foi zero. A media da série

com dados reais foi de 27,48 e dados previstos 27,54. Nas estações de inverno e

outono atingiu R² de 0,99.

4.2.1.5 Tabela do Coe�ciente de Determinação

O conjunto de R² dos modelos de inverno, outono, primavera e verão cria-

dos considerando a primeira amostragem foram aplicados nas diferentes estações,

conforme Tabela 9.
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Tabela 8: Valores de R² com dados de 2016 para prever outras estações de 2016
com 90% dos dados para treinamento.

Valores de R²

- Modelos
Dados Inverno Outono Primavera Verão
Inverno 0,993 0,550 0,990 0,990
Outono 0,978 0,990 0,996 0,990

Primavera 0,985 0,798 0,998 0,993
Verão 0,990 0,742 0,995 0,998

Na Tabela 9 veri�ca-se um resumo dos valores do Coe�ciente de Deter-

minação alcançados nos testes.

4.3 Previsão 2021

Para simular a temperatura de utilizou-se o modelo gerado com dados de

2011 para prever 2016, e dessa vez, esse modelo teve como entrada os dados de

2016 para prever 2021.

4.3.1 Inverno 2021

Na simulação da temperatura do ar no inverno de 2021, Figura 40, é

possível observar que a média �cou em torno de 25 graus Celsius, com pico inferior

próximo a 24ºC, e pico superior próximo a 32ºC.
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Figura 40: Previsão de temperatura para o ano de 2021.

4.3.2 Outono 2021

Na simulação da temperatura do ar em outono de 2021 é possível observar

que a média �car em torno de 24 graus Celsius, com pico inferior próximo a 18ºC,

e pico superior próximo a 30ºC, conforme Figura 41.
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Figura 41: Previsão de temperatura para outono de 2021.

4.3.3 Primavera 2021

Na simulação da temperatura do ar na primavera de 2021, Figura 42, é

possível observar que a média �car em torno de 27 graus Celsius, com pico inferior

próximo a 24ºC, e pico superior próximo a 29ºC.
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Figura 42: Previsão de temperatura para primavera de 2021.

4.3.4 Verão 2021

Na Figura 43 visualiza-se a simulação da temperatura do ar na primavera

de 2021, em que é possível observar que a média �car em torno de 27 graus Celsius,

com pico inferior próximo a 24ºC, e pico superior próximo a 30ºC.
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Figura 43: Previsão de temperatura para verão de 2021.

4.4 Dados de 2011, 2016 e previsão 2021

No comparativo entre dados de 2011, 2016 e a simulação de 2021 foi

necessário usar médias para ajustar a dimensão dos grá�cos, visto que existiam

quantidades diferentes de timestamps. Dessa forma, foi possível projetar 2011,

2016 e 2021 no mesmo grá�co.

4.4.1 Comparativo Inverno 2011, 2016, 2021

Na Figura 44 é possível veri�car o comportamento das três (3) séries:

2011, 2016 e a simulação de 2021, considerando a estação inverno. Nessa �gura

visualiza-se que a temperatura do ar em 2011 destoa das demais séries.
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Figura 44: Comparativo da temperatura de inverno.

4.4.2 Comparativo Outono 2011, 2016, 2021

Na Figura 45 é possível veri�car o comportamento das três (3) séries:

2011, 2016 e a simulação de 2021, considerando a estação outono. Nessa �gura

visualiza-se que a temperatura do ar em 2011 chega a ser oito graus Celsius acima

da simulação de 2021.

Figura 45: Comparativo da temperatura de outono.
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4.4.3 Comparativo Primavera 2011, 2016, 2021

Na Figura 46 é possível veri�car o comportamento das três (3) séries:

2011, 2016 e a simulação de 2021, considerando a estação da primavera. Nessa

�gura visualiza-se que a série de 2011 descola da série 2016 e 2021, já as séries

2016 e 2021 se mantém próximas.

Figura 46: Comparativo da temperatura da primavera.

4.4.4 Comparativo Verão 2011, 2016, 2021

Na Figura 47 é possível veri�car o comportamento das três séries consi-

derando a estação do verão. Nessa �gura visualiza-se que a série de 2011 possui

na maioria dos timestamps temperaturas menores que as demais, as séries 2016 e

2021 se mantém próximas.
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Figura 47: Comparativo da temperatura do verão.



Capítulo 5

Considerações Finais

O presente trabalho propõe uma abordagem que usa Redes Neurais Re-

correntes do tipo Long-Short Term Memory para fazer a predição da temperatura

do ar utilizando dados microclimáticos coletados usando a metodologia de tran-

secto móvel noturno.

Essa abordagem utilizou conjuntos de dados ambientais e de cobertura

do solo do ano de 2011 para prever 2016 e criou e validou modelos usando técnica

computacional para teste dos dados e para simular a temperatura do ar em 2021.

Os dados coletados com variáveis ambientais e de cobertura do solo foram

preparados com êxito e serviram como entrada para Rede Neural Arti�cial.

Por meio de método estatístico foi possível comparar dados reais com

dados previstos, por exemplo, na previsão da temperatura do ar em 2016 foi

possível encontrar valores de R² superiores a 0,9.

Durante esta pesquisa diversas di�culdades foram encontradas como falta

de informações básicas nas publicações consultadas a respeito de parâmetros

LSTM, e di�culdade de conseguir uma infraestrutura computacional que não

demorasse meses para processar o volume de dados utilizado.

Esta pesquisa esteve relacionada a estudos em desenvolvimento no PPGFA.

Os resultados extraídos da Rede Neural LSTM servirão de base para esses estudos

veri�carem ilhas de calor na área urbana de Cuiabá-MT, além de fazer simula-

ções da temperatura do ar para anos posteriores considerando a questão espacial

e temporal. Em 2019 está sendo realizada uma nova coleta de dados, após o �nal

a rede vai ser treinada novamente considerando essas novas entradas.

Por meio dos resultados atingidos é possível constatar que o uso de LSTM

utilizando como entrada dados ambientais e de cobertura do solo, organizados de

forma espaço-temporal, se mostrou viável na predição da temperatura do ar.
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5.1 Contribuições

As principais contribuições deste estudo são:

� Criar novo cálculo de distância que considera a questão espacial e temporal

na previsão da temperatura do ar. Por meio deste cálculo foi possível sele-

cionar os três pontos mais próximos de um ponto escolhido. As informações

dos três pontos mais próximos foram usadas como entrada na Rede Neural

LSTM para fazer predição da temperatura do ar.

� Listar e detalhar os elementos técnicos necessários para realizar predição

utilizando Rede Neural Arti�cial LSTM.

� Compartilhar informações sobre predição da temperatura do ar contri-

buindo, por exemplo, com estudos em andamento do PPGFA a respeito

das ilhas de calor em Cuiabá-MT.

� Disponibilizar na Internet todos os códigos criados neste estudo seguindo a

linha de open science. Por meio dos códigos disponibilizados é possível va-

riar parâmetros, implementar melhorias e testar outros otimizadores, outras

funções.

� Desenvolver modelos preditivos precisos e con�áveis, por meio da in�uência

dos parâmetros climáticos e físicos, fornecendo assim uma informação quan-

titativa sobre a dependência da temperatura do ar e a cobertura do solo,

com os dados nos anos de 2011-2012, 2016, coletados dentro do perímetro

urbano da cidade de Cuiabá-MT.

Por meio dessas contribuições espera-se que os pesquisadores tenham mais

elementos para aumentar a qualidade dos seus estudos, em especial, ao tra-

balhar com predição de dados ambientais usando Redes Neurais Arti�ciais

LSTM.

5.2 Trabalhos Futuros

Como sugestão para trabalhos futuros sugere-se:

� Testar com combinação de diferentes Redes Neurais Arti�ciais. Por exem-

plo, é possível combinar LSTM com CNN e formar uma Rede Neural Arti-

�cial híbrida, capaz de utilizar as diferentes características de cada arqui-

tetura.
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� Implementar periodograma para de�nir exatamente o valor dos ciclos de

informações. Por meio de técnicas como auto-sarima é possível identi�car

precisamente quantos valores anteriores são necessários para realizar uma

previsão.

� Utilizar técnicas de redução de dimensionalidade como a PCA (Principal

Components Analysis ), em português, Análise de Componentes Principais,

é uma ferramenta de análise multivariada de dados. Por meio da PCA é

possível veri�car as relações entre as variáveis medidas e até mesmo entre

amostras. Por meio da Análise de Componentes Principais transforma-se o

conjunto de variáveis originais em novos conjuntos de variáveis denominadas

componentes principais, que possuem objetivo de concentrar o máximo de

informação possível ao mesmo tempo que diminui a massa de dados.
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Anexo A: Material complementar

DOCUMENTAÇÃO

Todos os códigos python (comentados) e todos os dados utilizados neste estudo
estão disponíveis em:

www.github.com/pgfa
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Sumário automático gerado pelo pacote Keras.

Figura 48: Etapas da criação do modelo criado de Rede Neural do tipo LSTM.
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