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RESUMO

OLIVEIRA, A. G. MiMi: Plataforma computacional para mineração de dados
micrometeorológicos. Cuiabá, 2015, 84f. Tese (Doutorado em Física Ambiental)
- Instituto de Física, Universidade Federal de Mato Grosso.

A evolução da capacidade de aquisição de dados em equipamentos ele-
trônicos nos ultimos anos impõem desafios ao gerenciamento e análise dos da-
dos coletados em diversas áreas do conhecimento. Pesquisas envolvendo dados
micrometeorológicos têm se beneficiado desses avanços e também vivenciado as
dificuldades em relação as analise dos dados. Diante disso, o uso de técnicas com-
putacionais para auxiliar o processo de análise dos dados é uma necessidade para
usuários desse tipo de dado. Assim, este trabalho apresenta o desenvolvimento
da Plataforma MiMi, uma plataforma computacional para mineração de dados
micrometeorológicos. A plataforma desenvolvida tem o intuito de apresentar uma
arquitetura de software genérica e flexível, na qual é introduzido o conceito de
tratar as séries temporais como um novo tipo de dado dentro da plataforma e
os algoritmos que o manipulam são considerados operadores do mesmo. Com a
definição de operando e operadores foi possível definir a execução de expressões
de domínio que representam um fluxo de processamento específico para cada ati-
vidade de mineração de dados em um domínio de série temporal. A plataforma
MiMi foi validada com a execução de três atividades de mineração de dados, agru-
pamento, busca por similaridade e detecção de padrões desconhecidos, os testes
foram executados utilizando duas bases de dados micrometeorológicos do estado
de Mato Grosso, Brasil.

Palavras-chaves: Mineração de Dados, Séries Temporais, Micrometeorologia.
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ABSTRACT

OLIVEIRA, A. G. MiMi - Micrometeorological Data Mining Platform, 2015, 84f.
Phd Thesis (Doutorado em Física Ambiental) - Instituto de Física, Universidade
Federal de Mato Grosso.

The evolution of data acquisition capabilities in electronics devices in
recent years created new challenges to the management and analysis of data col-
lected. Researches involving micrometeorological data have been benefited from
these developments and also experienced difficulties in relation to data analysis.
Thus, the use of computational techniques to aid the process of data analysis is
mandatory for their users. This work presents the development of MiMi Plat-
form, a computational platform for mining micrometeorological data. The MiMi
platform is intended to provide a general and flexible component based software
architecture, which main characteristic involves an algebraic approach for data
mining, where the time series are treated as embedded data type in the platform
and algorithms that handle them are operators. With the definition of operand
and operators, is possible to define domain expressions that represent a specific
processing flow for each data mining activity in a time series domain. For this,
we defined a domain manager that performs multiple operators in a predefined
order. The MiMi platform was validated with the execution of three data mining
activities, clustering, similarity search and unknown patterns detection, the tests
were performed using two real dataset from micrometeorological stations locali-
zed in Mato Grosso, Brazil.

Keywords: Data Mining, Time Series, Micrometeorological.
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Capítulo 1

Introdução

O monitoramento ambiental tem ganhado cada vez mais notoriedade nas

mais diversas áreas de conhecimento em todo o mundo. Isso se deve princi-

palmente porque acredita-se que a atividade humana tem alterado o equilíbrio

ambiental no decorrer da nossa existência e, esse desequilíbrio tem sido notado

em todo o mundo. Além disso, o monitoramento ambiental pode auxiliar diversas

atividades, como a agricultura, defesa civil, turismo, etc.

Parte desse monitoramento é feito por meio de estudos do comporta-

mento das variáveis meteorológicas de uma determinada região, o que envolve o

comportamento do clima dessa região. Geralmente as medições são feitas por

períodos longos de tempo para que se tenha séries temporais dessa variáveis e

seja possível analisar o seu comportamento passado e tentar prever seu futuro.

Inicialmente a coleta dos dados eram feitas por meio de anotações ma-

nuais das medidas realizadas por equipamentos instalados em estações meteo-

rológicas. Isso obviamente coloca o estudo sujeito a erros humanos decorrentes

das anotações e impõem limitações à abrangência do mesmo. É comum que nas

estações meteorológicas manuais os dados sejam anotados 3 vezes ao dia, ou até

uma vez apenas dependendo da dificuldade em acessá-las. Isso claramente limita

a análise a ser feita quanto a pequenas variações que poderiam ser analisadas

quando se tem uma menor granularidade na coleta de dados.

Entretanto, o avanço nas áreas de eletrônica e informática permitiram

melhorias no processo de aquisição e armazenamento de dados. Com isso, criaram-

se as estações meteorológicas automatizadas. Nessas, os dados podem ser coleta-

dos e armazenados seguindo as especificações do equipamento, permitindo coletas

em baixas granularidades como a cada segundo, minuto com a continuidade de

ocorrer 24 horas por dia.

Esse avanço permitiu que a coleta de dados sejam ainda mais eficiente,
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levando a estudos mais abrangentes, com maiores períodos de estudo e altas

resoluções temporais para estudar eventos mais pontuais. No entanto, a grande

quantidade de dados gerados pode acarretar em dificuldades de manipulação,

controle e interpretação dos mesmos, tanto por limitações das técnicas utilizadas

na análise ou limitações humanas em manipular a massa de dados disponíveis.

Não é incomum que as bases de dados geradas nas atividades envolvendo

dados meteorológicos ultrapassem gigabytes de dados, o que praticamente impos-

sibilita a análise de todo o conjunto de dados da maneira tradicional, utilizando

apenas planilhas eletrônicas. É um processo interativo, em que o usuário executa

diversas atividades com o objetivo de encontrar explicações para determinados

eventos ou ainda relações entre eventos a partir dos dados disponíveis. Essas

atividades envolvem por exemplo seleções de um determinado subconjunto de

dados, transformações dos mesmos e ainda geração de novos dados a partir dos

que foram coletados, o que pode aumentar ainda mais a dificuldade de análise a

medida que aumenta a quantidade de dados.

Tradicionalmente, a solução mais adotada é a fragmentação em várias

planilhas de dados compostas por subconjuntos dos dados organizados de acordo

com o tempo. Ainda assim, para cada subconjunto de dados gerados, o mesmo

processo deve ser executado para realizar as análises dos mesmos, causando re-

trabalho de todo o processo interativo de análise.

Percebe-se então que a dificuldade na análise dos dados decorre de uma

junção de fatores, como a quantidade de dados e organização do processo de aná-

lise, visto que o mesmo é composto por etapas interativas. Nesse contexto, com

o retrabalho gerado, o conhecimento que é extraído de um processo de análise

não é reaproveitado. A cada análise em conjunto de dados semelhantes e mes-

mos objetivos, todo o processo é executado novamente, refazendo por exemplo a

calibração dos modelos utilizados, quando esses poderiam ser reaproveitados.

Dessa forma, é necessário que se tenha uma estrutura computacional

para auxiliar o processo de análise dos dados meteorológicos. Uma alternativa é

a utilização de técnicas de Mineração de Dados para analisar os dados. Algumas

ferramentas computacionais, tanto comerciais quanto gratuitas oferecem um con-

junto de soluções para se trabalhar com Mineração de Dados nesse tipo de dado.

Entretanto, essas ferramentas fornecem um conjunto de soluções muito genéricas,

apenas fornecendo algoritmos para serem utilizados. Além de fornecer algoritmos

para utilização, faz-se necessário uma estrutura para tratamento específico des-

ses dados e que atenda ao fluxo de processamento inerente a esse processo, que

envolve diversas etapas interativas e que permita a reutilização do conhecimento
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extraído de processos anteriores.

Essa estrutura deve permitir que algoritmos sejam implementados e tes-

tados de forma simples, automatizando detalhes do processo de análise.

Neste trabalho é apresentado o desenvolvimento da MiMi - Plataforma

Computacional para Mineração de Dados Meteorológicos. A arquitetura apre-

senta um novo conceito na arquitetura de software para mineração de dados que

é o tratamento da série temporal como um novo tipo de dado e os algoritmos de

mineração como sendo operadores que manipulam o novo tipo de dado.

1.1 Objetivo Geral

O objetivo geral deste trabalho é construir uma plataforma de compo-

nentes de software para auxiliar o processo de Mineração de Dados Micrometeo-

rológicos.

1.1.1 Objetivos Específicos

Para alcançar o objetivo geral é necessário atender aos seguintes objetivos

específicos:

• Escolha de um modelo de processo de mineração de dados a ser seguido;

• Estudo e implementação de algoritmos de redução de dimensionalidade de

séries temporais;

• Definição da organização das Classes que representa a estrutura da plata-

forma proposta de software proposta;

• Definição de uma álgebra para manipulação de séries temporais;

• Definição e implementação de uma arquitetura de software baseada nos

componentes da álgebra;

• Implementação dos principais algoritmos de mineração de dados para Agru-

pamento, Busca por Similaridade e Detecção de Padrões utilizando as ca-

racterísticas definidas na plataforma proposta;

• Testes dos algoritmos implementados com dados reais.
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1.2 Justificativa

O desenvolvimento dessa plataforma computacional para auxiliar o pro-

cesso de desenvolvimento e aplicação de algoritmos de mineração de dados em

séries de dados meteorológicos se justifica devido a importância desse tipo de

dado no contexto atual da humanidade, momento em que se tem grande preocu-

pação com os aspectos ambientais. Muitos dados estão sendo gerados e cada vez

mais as técnicas computacionais tendem a ser aplicadas nesse tipo de dado. Com

isso novos algoritmos devem ser construídos e as técnicas já existentes devem ser

aplicadas e validadas.

Além da aplicação dos algoritmos, para que isso ocorra é estabelecido

um conjuntos de passos que devem ser executados, esse passos são interativos,

dependem de informações e conhecimento de um especialista de domínio para

manipulação dos parâmetros e definição de quais tarefas devem ser executadas.

Assim, uma arquitetura computacional que dê suporte a esse processo, facilitando

o desenvolvimento, automatizando processos e deixando transparente detalhes

específicos do tratamento desses dados pode auxiliar pesquisadores e usuários

dessas técnicas e dados.

1.3 Organização do Trabalho

Este trabalho está organizado da seguinte forma: No Capitulo 2 é apre-

sentada a fundamentação teórica necessária para entender o contexto deste tra-

balho. No Capítulo 3 é mostrada a forma com que o trabalho foi conduzido

e executado, são apresentados os dados utilizados e técnicas implementadas e

testadas bem como a tecnologia aplicada. O Capítulo 4 apresenta os resultados

alcançados neste trabalho a partir do objetivo traçado e a validação da plataforma

proposta com a aplicação de algoritmos. Por fim, são apresentadas as conclusões

a respeito do trabalho.



Capítulo 2

Fundamentação Teórica

Nas diversas áreas do conhecimento o tipo de dado mais utilizado são as

séries temporais (LIN et al., 2012). Esse tipo de dado possui uma dimensão tem-

poral e sua representação se dá por meio de uma sequência ordenada de valores

na qual cada um corresponde ao valor observado da variável num determinado

instante de tempo. É possível citar a formação de séries temporais em diversos

contextos como: valores diários de ações de uma dada companhia na bolsa, quan-

tidade de venda de um determinado produto por mês, produção diária de uma

máquina na industria e a temperatura de uma determinada área a cada hora. To-

dos esses dados, entre outros, são variáveis que tomam valores que podem variar

de uma unidade de tempo (minuto, hora, dia, mês, ano, etc) para outra.

Wooldridge (2000) define a séries temporais, como uma sequência de ob-

servações de uma variável ao longo do tempo, tomados em intervalos regulares

durante um período de tempo. Elas podem ter duas classificações de acordo com

a quantidade de variáveis no sistema: univariadas ou multivariadas (PALIT; PO-

POVIC, 2005). As univariadas são séries obtidas a partir da da medição/obser-

vação de uma única variável, por exemplo, os valores de uma única variável física

como a Temperatura. As multivariadas são geradas a partir da medição/observa-

ção simultânea de duas ou mais variáveis, por exemplo a medição de Temperatura,

Umidade Relativa do Ar e Fluxo de Gás Carbônico em uma torre meteorológica.

A análise de séries temporais multivariadas usualmente levam em con-

sideração a relação de influência que uma variável exerce sobre a outra. Isso

permite análises mais precisas, no entanto essas análises são mais complexas de

serem realizas devido a grande quantidade de dados. Para analisar esse tipo de

dados são utilizadas técnicas de Mineração de Dados.

No processo de mineração de dados em Séries Temporais geralmente

busca-se retificar a habilidade humana para analisar a forma dos dados, ou seja,

5
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seu comportamento (ESLING; AGON, 2012a). Para Antunes e Oliveira (2001)

o objetivo é descobrir relações escondidas entre sequências e subsequências de

eventos.

A Mineração de Dados em Séries Temporais tem aplicação em diversas

áreas, vários exemplos podem ser citados, Song e Li (2008) apresentam um estudo

que envolve previsão econômica no mercado de turismo, em Zhong et al. (2007)

é apresentado um trabalho que utilizada mineração de dados na área de redes de

computadores com sistema de detecção de intrusos. Em Burkom et al. (2007) são

analisados métodos de previsão de séries temporais para aplicação em Vigilância

Biológica baseado em dados de indicativos de saúde. Em Ouyang et al. (2010) e

Mishra et al. (2013) detecção de padrões e busca por similaridade são aplicados

em séries temporais de dados de hidrologia.

Os dados de meteorologia e agrometeorologia também podem ser anali-

sados com a utilização de técnicas de mineração de dados, pois, o foco na análise

desse tipo de dado está em seu comportamento e relações entre as diversas variá-

veis. Por exemplo em Curado et al. (2014) o interesse foi analisar os padrões de

comportamento dos fluxos de energia entre as estações seca e chuvosa em uma

área de cerrado em Mato Grosso - Brasil. Novais et al. (2013) utilizaram séries

de dados micrometeorológicos para modelagem do comportamento geotermal em

uma área do Pantanal Norte Matogrossensse. Em Rodrigues et al. (2013) são

analisados os padrões do balanço de energia em diferentes condições sazonais. No

trabalho de CURADO et al. (2011) foi utilizado algoritmo genético para modelar

por meio de dados meteorológicos os parâmetros de uma equação empírica que

diz respeito a emissividade atmosférica no cerrado do estado de Mato Grosso.

O processo de análise de séries temporais de dados meteorológicos en-

volve várias etapas que interagem entre si com uma relação de dependência entre

elas, pois, o resultado de uma etapa influencia diretamente o da próxima. Nesse

contexto, o papel do especialista de domínio é importante porque guia o processo

por meio de calibragens, parametrização e escolha dos métodos mais adequados.

Esse processo de análise dos dados consiste em um conjunto de opera-

ções para se extrair informações dos mesmos, o que pode ser visto como uma

tarefa de mineração de dados. Assim, neste capítulo o processo de análise de da-

dos meteorológicos é apresentada no contexto de mineração de dados, utilizando

um modelo de processo largamente utilizado, o CRISP-DM (SHEARER, 2000;

WIRTH, 2000).

São apresentados primeiramente alguns detalhes dos dados meteorológi-

cos, como o que são e suas características gerais. Após é apresentado o processo
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de análise e interpretação desses dados por meio de um modelo de processo de

mineração de dados.

2.1 Dados Meteorológicos

Dados meteorológicos são valores que representam características do Clima

de uma determinada região. O Clima por sua vez, de acordo com Silva (2015)

“..é uma síntese de natureza estatística do estado da atmosfera ou das suas fron-

teiras, referente a uma determinada área e a um determinado período de tempo”.

Quando a análise desses dados são em escala local, eles são chamados de micro-

meteorológicos.

Esse tipo de dado é utilizado em diversos contextos. Na defesa civil,

por exemplo, pode ser utilizado na previsão de inundações (DAMLE; YALCIN,

2007). Na agricultura pode ser utilizado na determinação da melhor temperatura

de desenvolvimento de uma determinada espécie Matos et al. (2014), Ventura

et al. (2014) e no cálculo da evapotranspiração, soma da água transpirada pelas

plantas e evaporada de uma área, que serve para determinar a quantidade de água

a ser utilizada na irrigação (SOUZA et al., 2011; SOUZA A. P. ; SILVA, 2014;

VOURLITIS et al., 2015). Na biologia os dados meteorológicos são utilizados por

exemplo na análise do desenvolvimento de determinadas espécies vegetais em uma

área específica (DALMOLIN et al., 2015; DALMAGRO et al., 2014). No turismo

podem ser utilizados para a determinação dos períodos ideais para a realização

de certas atividades (KOZIEVITH, 2006). Na engenharia civil e urbanismo esses

dados são utilizados por exemplo no controle do conforto térmico como visto em

(CANEPPELE L. B. ; NOGUEIRA, 2014; SANTOS F. M. M. ; OLIVEIRA,

2014).

A manipulação dos dados meteorológicos em seus diversos contextos é

realizada com um conjunto de operaçõesa interativas, nas quais é de vital im-

portância o conhecimento do especialista de domínio para guiar essas operações.

Alcântara et al. (2010) apresenta o ciclo de utilização desses dados no contexto

de gerenciamento ambiental, esse ciclo é ilutrado pela Figura 1.
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Figura 1: Fluxo de atividades no monitoramento ambiental. FONTE: Alcântara
et al. (2010)

O conjunto de atividades apresentado por Alcântara et al. (2010) é com-

posto por 5 etapas, descritas a seguir:

• Planejamento e Direção: Nesta etapa é feito o planejamento das próxi-

mas atividades a serem desenvolvidas. São elencados os objetivos a serem

alcançados e estes guiam o processo. Questões como escopo da pesquisa,

dados a serem coletados e período de coleta são definidos neste momento.

• Armazenamento e Processamento das Informações: Neste momento

os dados da pesquisa são armazenados e processados. São realizadas tarefas

que viabilizam a interpretação dos dados, que é feita na próxima etapa.

• Coleta e Relatórios Adequados: É o momento em que os dados são

analisados, busca-se extrair informações úteis para uma tomada de decisão

futura. Esta etapa é fortemente influenciada pelos processamtos realizados

na etapa anterior.

• Análise e Produção: Nesta fase as informações extraídas na etapa ante-

rior são analisadas. São testadas hipóteses levantadas na fase de planeja-

mento, por exemplo. Os dados podem ainda ser submetidos a simulações

para auxiliar as validações e questionamentos.

• Disseminação: Na etapa de disseminação os modelos já validados são
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aplicados, são tomadas decisões baseadas no conhecimento extraído do pro-

cesso.

Todo o processo de manipulação e análise dos dados ambientais/meteoro-

lógicos como mostrado, consiste num conjunto de atividade interativas em busca

da extração de informações úteis do conjunto de dados disponível. Esse processo

se assemelha à mineração de dados, termo mais genérico e mais comumente utili-

zado na área da computação. Dessa forma, a seguir o processo de manipulação e

análise dos dados meteorológicos é apresentado sob a perspectiva da mineração de

dados. Cada fase do processo de mineração de dados é apresentado no contexto

dos dados meteorológicos.

2.2 Mineração de Dados (MD)

Mineração de Dados (MD) é uma área de pesquisa muito dinâmica e que

tem se desenvolvido muito nos últimos anos motivado pela grande quantidade de

dados que tem sido gerados e disponibilizados para análise (KURGAN; MUSI-

LEK, 2006). A MD surgiu como um nova perspectiva na análise de dados, na

qual a análise é vista com um caráter exploratório, devido a grande quantidade

de dados que a evolução tecnológica permitiu que fossem coletados e armazena-

dos (GONçALVES et al., 2001). Para Hair et al. (2009) é uma visão da análise

dos dados que baseia-se nas tendências de avalanche de formação de dados e o

questionamento sobre o significado e conteúdo dos dados.

Para Klosgen e Zytkow (1996) a MD é uma etapa de um processo maior,

constituído por várias etapas, cada uma destinada a realização de uma tarefa

particular chamado Descoberta de Conhecimento (DC). Outros autores como

Fayyad et al. (1996) e Tan et al. (2005) também veem a MD como parte integrante

do processo de DC, já Han et al. (2011) por exemplo, tratam a MD como sinônimo

de DC.

Mineração de dados é um assunto totalmente interdisciplinar, pois deve

considerar fatores desde a aquisição dos dados, passando pelo armazenamento

e chegando à interpretação dos dados. Com isso não há uma única definição

para esse processo. Han et al. (2011) afirmam que o termo Mineração de Dado

não representa o real significado do processo, pois, busca-se conhecimento ou

informações úteis em uma grande quantidade de dados, sendo assim, o nome

apropriado seria Mineração de Conhecimento.

No processo de MD há diversas tarefas que devem ser executadas, algu-

mas delas mais de uma vez dependendo do contexto, é um processo interativo
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entre o usuário e o computador (CôRTES et al., 2002). Há então um conjunto de

tarefas definidas que devem ser executadas no processo de mineração de dados,

para isso, foram apresentados para a comunidade alguns modelos de processos que

definem quais etapas devem ser seguidas. No tópico seguinte são apresentados

alguns desses modelos de processo e é detalhado o modelo de processo adotado

nesse trabalho. São apresentados os detalhes de cada etapa com considerações

no contexto dos dados meteorológicos.

2.3 Modelos de Processos de Mineração de Dados

Em Pressman (2005) um modelo de processo é definido como um conjunto

de tarefas a serem executadas para desenvolver um elemento particular, bem como

os elementos que são produzidos em cada tarefa e os elementos que são necessários

para realizar uma tarefa. Muitos autores definiram modelos de processos para a

MD. Os modelos propostos definem os passos necessários para realizar MD mas

não dizem como fazer, por isso Marbán et al. (2009) dizem que essas definições

não podem ser chamadas de metodologia e sim modelos de processo.

Todos os modelos de processos consistem em várias etapas executadas

sequencialmente incluindo loops e interações entre etapas (KURGAN; MUSILEK,

2006). O primeiro modelo de processo relatado é o modelo de 9 etapas proposto

por Fayyad et al. (1996) ilustrado pela Figura 2.

Figura 2: Mineração de Dados como parte do Processo de Descoberta de Conhe-
cimento. Adaptado de (FAYYAD, 1998).

Cabena et al. (1998) propôs um modelo composto por 5 etapas. No

mesmo ano Anand e Büchner apresentaram um modelo de 8 etapas (ANAND;

BüCHNER, 1998). No ano de 2000 algumas empresas que atuam com análise de

dados (Teradata,SPSS – ISL, Daimler-Chrysler and OHRA) analisando o que ha-

via até então a respeito do processo de MD, propuseram um modelo de processo
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de 6 etapas o CRISP-DM (CRoss Industry StandardProcess for Data Mining)

(SHEARER, 2000; WIRTH, 2000). Ainda em 2000, Cios et al. (2000) apresenta-

ram outro modelo com 6 etapas adaptado do CRISP-DM. As adaptações foram

feitas para atender a demanda acadêmica, basicamente adicionando feedbacks ex-

plícitos e alterando as definições das últimas etapas para que fique claro que o

conhecimento gerado em um domínio específico pode ser aplicado em outros do-

mínios. A Tabela 1 mostra uma comparação entre as etapas de cada um dos

modelos citados anteriormente.

Tabela 1: Comparação entre modelos de processo de MD. Adaptado de Kurgan
e Musilek (2006)

Model Fayyad et al. Cabena et al. Anand & Buchner CRISP-DM Cios et al.
N. de Passos 9 5 8 6 6

Passos

Desenvolvimento e
entendimento do

domínio de aplicação

Determinação dos
objetivos de negócio

Identificação de Recursos
Humanos

Entendimento do negócio Entendimento dos dados

Especificação do Problema
Criação de um conjunto de
dados alvo

Preparação dos dados

Prospecção dos dados
Entendimento dos dados Entendimento dos dados

Limpeza e pré-
processamento dos dados

Elicitação do domínio de co-
nhecimento

Projeção e redução dos da-
dos

Identificação da metodolo-
gia Preparação dos dados Preparacao dos dados

Escolha das tarefas de mine-
ração

Pré-processamento dos dados

Escolha dos algoritmos de
mineração
Mineracao de dados Mineração de dados Descoberta de padrões Modelagem Mineração dos dados
Interpretação dos padrões
minerados

Elicitação do dominio de co-
nhecimento

Pós-processamento do co-
nhecimento

Avaliação Avalicacao da Descoberta
de Conhecimento

Consolidação do donheci-
mento descoberto

Assimilação do conheci-
mento

Desenvolvimento Uso dos conhecimentos des-
cobertos

Outros modelos podem ser encontrados na literatura, em Marbán et al.

(2009) e MARISCAL et al. (2010) há uma revisão em que podem ser vistos outros

modelos, neste trabalho foram citados apenas 5 por se tratarem dos modelos que

mais se destacaram na literatura. No entanto, como destaca Kurgan e Musilek

(2006) os outros modelos não são focados em atender a especificidades acadê-

micas ou industriais mas sim fornecer um modelo que é independente de uma

determinada ferramenta, vendedor, ou aplicativo.

O CRISP-DM apesar de ser inicialmente voltado para industria é de fato

o mais utilizado para desenvolver projetos de mineração de dados, de acordo com

pesquisas feitas por um site especialista em mineração de dados feitas em 2002,

2004 e 2007 KdNuggets.Com (2002), KdNuggets.Com (2004), KdNuggets.Com

(2007) e por isso o CRISP-DM é o modelo adotado neste trabalho e descrito com

mais detalhes a na seção seguinte.

As técnicas que são aplicadas em cada etapa do processo de MD depen-

dem diretamente do contexto em que o processo é aplicado, o que influencia a

origem e o formato de dados que são utilizados. Assim, no contexto meteoro-

lógico, os dados são resultantes de observações feitas ao longo do tempo, o que

de acordo com Keogh (2002) permitem que os mesmos sejam denominados séries
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temporais. Dessa forma, a seção seguinte apresenta cada etapa do CRISP-DM

mostrando as técnicas utilizadas em séries temporais.

2.4 CRISP-DM

O CRISP-DM é um modelo de processo independente de fornecedor po-

dendo ser utilizado em qualquer aplicação ou qualquer projeto de MD. O modelo

foi inicialmente proposto em 1996 por um consórcio de 4 companhias: SPSS,

NCR , Daimler Chrysler, e OHRA (KURGAN; MUSILEK, 2006). No entanto,

o CRISP-DM foi oficialmente apresentado à comunidade científica em 2000 nos

trabalhos de Shearer (2000) e Wirth (2000). É composto por 6 etapas que defi-

nem os passos para conduzir um projeto de MD, essas etapas são mostradas na

Figura 3 e descritas a seguir.

Figura 3: Modelo de Processos para Mineração de Dados, CRISP-DM. Adaptado
de Chapman et al. (2000)

2.4.1 Entendimento do Negócio

Essa fase concentra-se em entender os objetivos do projeto e converter

esse conhecimento em uma definição de um problema de mineração de dados bem

como um plano preliminar de objetivos a serem alcançados. Por exemplo, em um

projeto de mineração de dados que utilize dados de meteorologia é importante
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elencar certos aspectos sobre cada variável a ser medida. Detalhes como faixa de

valores permitidos, por exemplo, pode influenciar em etapas posteriores, como

detecção de anomalias. Ainda nessa fase deve ser planejada a política de coleta

dos dados, por exemplo quais variáveis devem ser medidas e qual a periodicidade

das medições. Nessa etapa também são coletadas informações a respeito do local

a ser estudado, detalhes como o clima predominante, sazonalidade das variáveis

climáticas, relevo e altitude são listadas para que possam servir de base para a

interpretação dos resultados da mineração.

2.4.2 Entendimento dos Dados

Essa fase inicia-se com a coleta dos dados e depois de coletados procede-

se com atividades para se familiarizar com os dados, identificando por exemplo

problemas de qualidade nos dados. Nesse momento devem ser executadas tarefas

que trazem um prévio entendimento a respeito do comportamento dos dados e o

significado de cada variável.

Todo o conhecimento que deve ser levantado nessa etapa depende do tipo

de dado utilizado. Cada área tem suas especificidades, principalmente relacionado

ao tipo de dado utilizado. Nos dados de meteorologia, por exemplo, os dados tem

faixas de valores conhecidos para uma determinada região.

2.4.3 Preparação dos Dados

Nesta etapa os dados passam por operações que alteram de alguma forma

os dados para construir o conjunto de dados final, partindo dos dados brutos na

fase anterior, para realizar a mineração. Nessa etapa, o conhecimento das fases

anteriores podem auxiliar muito o processo.

Pode-se ter a necessidade de por exemplo, de aplicar filtros para retirada

de ruídos e considerar apenas o comportamento da série, como filtros digitais ou

wavelet Jansen (2001). É importante destacar que processamentos realizados,

como os filtros, dependem das características de cada variável. Essas informações

são levantadas na etapa de entendimento do negócio e entendimento dos dados.

Em dados provenientes de sensores comumente ocorre ausência de dados

e/ou a presença de outliers. Nesses casos deve ser feita a detecção do momento em

que houve falha ou há um outlier e posteriormente deve ser feita a correção. Em

Ventura et al. (2013) é apresentado um método para preenchimento de falhas em

séries temporais de micrometeorologia utilizando Algoritmos Genéticos e Redes

Neurais. O trabalho de Ooba et al. (2006) utiliza ideia semelhante utilizando a
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combinação de algoritmos genéticos e redes neurais para preenchimento de falhas

em séries de fluxo de carbono.

No que se refere a preenchimento de falhas, não são utilizadas apenas

técnicas de inteligência artificial como os citados anteriormente, em Biudes et

al. (2009) foram utilizados modelos de média móvel, exponencial simples e expo-

nencial duplo para preenchimento de falhas em valores de fluxo de seiva obtidos

pelo método de balanço de calor no caule, em uma mangabeira. Outras técni-

cas estatísticas como a Multiple Imputation pode ser utilizada (HUI et al., 2004;

TATSCH et al., 2007). Em alguns casos como em dados de finanças de acordo com

Moerchen (2006) não é feita a correção mas o último valor disponível é utilizado.

Além de procedimentos para garantir a qualidade dos dados nessa etapa

podem ser executadas tarefas que alteram a forma como os dados são representa-

dos. É uma característica comum nas séries temporais a alta dimensionalidade e

alta granularidade, ou seja, muitos dados coletados em pouco tempo, geralmente

são bases de dados grandes o que pode dificultar a análise dos mesmos, desde o

ponto de vista do utilizador dos dados até o custo computacional para realizar

análises. Dessa forma, existem técnicas de representação de séries temporais que

objetivam simplificar a representação, diminuir custo computacional, destacar ou

esconder um determinado comportamento da série.

A forma de representação escolhida pode ser muito útil para determina-

das aplicações. Por exemplo, dados coletados a cada minuto durante o dia todo

e durante 1 ano podem ser agrupados em dados mensais quando o evento a ser

analisado não precise de uma granularidade tão alta. Esses mesmos dados por

exemplo podem ser divididos entre os dados que representam o dia e dados que

representam a noite, quando essa divisão é necessária, é o caso por exemplo de

análises envolvendo a Radiação Solar em torres meteorológicas. Nesse caso os

dados são agrupados em apenas dados coletados durante o dia, pois durante a

noite a radiação solar incidente é mínima.

Fu (2011) diz que a principal razão de se ter diferentes técnicas de re-

presentação de séries temporais é a redução do número de pontos da séries ou

a redução de dimensionalidade. Além da diminuição de pontos, ou alteração

na granularidade da série, a escolha da forma de representação deve levar em

consideração o objetivo da análise a ser feita. Esling e Agon (2012a) destaca

que deve-se buscar destacar características fundamentais da série a ser analisada,

deve-se ainda derivar a noção da forma da série. Esses detalhes envolvidos na

representação da série dependem do entendimento do negócio e conhecimento dos

dados, o que destaca a importância dessas etapas no processo de MD. Devido a
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importância dos métodos de representação de dados no contexto de dados tem-

porais, especificamente nos dados meteorológicos, a seguir são apresentados os

principais métodos de representação de séries temporais com mais detalhes.

2.4.4 Modelagem

Nessa fase técnicas de modelagem são selecionadas e aplicadas. Nesse

momento os modelos são também calibrados para atender melhor ao problema,

é comum que se dê um passo atrás para a fase anterior para corrigir problemas

identificados apenas nessa fase. É a fase em que é extraído o conhecimento, como

detecção de padrões ou agrupamento dos dados.

Para Fu (2011), descoberta de padrões é a tarefa mais comumente exe-

cutada quando se trata de mineração em séries temporais. Outras técnicas são

também muito aplicadas, como busca por conteúdo ou busca por similaridade

Faloutsos et al. (1994), Keogh (2002), Wu et al. (2005), detecção de anomalias na

série Weiss (2004), Park et al. (2013), Sipes et al. (2014), clustering ou agrupa-

mento Keogh e Lin (2005a), Xing et al. (2011), Zhang et al. (2011) e classificação

Jeong et al. (2011), Douzal-Chouakria e Amblard (2012), Harvey et al. (2014).

A técnica ser utilizada depende do contexto de utilização dos dados, na

Seção 2.5.2 são apresentadas principais técnicas utilizadas em séries temporais de

meteorologia.

2.4.5 Avaliação

Nessa fase são avaliados os modelos utilizados ou criados na fase anterior.

São avaliados por exemplo se os padrões encontrados não são padrões triviais,

como o comportamento horário da temperatura, que tende a ter seu menor valor

no início da manhã e o valor mais alto ao meio dia. No caso de tarefas de

agrupamento pode ser avaliado por exemplo se o número de clusters escolhido

para a análise é adequado e caso não seja, executa-se a fase anterior novamente

com outros parâmetros. Ao final dessa fase é tomada uma decisão de como utilizar

o resultado da mineração.

É importante destacar que nessa etapa é imprescindível a atuação do es-

pecialista de domínio, que é quem pode avaliar o resultados dos modelos gerados.

Além disso, a avaliação pode envolver a opinião de domínios diferentes, o que se

caracteriza como um processo multidisciplinar. Na utilização de dados meteoro-

lógicos para auxiliar atividades agronômicas por exemplo, é comum a presença de

um físico para interpretar os resultados do ponto de vista físico da interação entre



16

as variáveis e um agrônomo para extrair informações a respeito da influência das

variáveis meteorológicas nos processos ecofisiológicos da planta.

2.4.6 Implantação

Nessa fase o conhecimento adquirido a respeito dos dados deve ser orga-

nizado de forma que o usuário final, ou cliente possa utilizá-lo, é a consolidação

do processo todo.

Essa consolidação pode ser por exemplo a publicação dos resultados por

meio de relatório técnias ou artigos científicos, por exemplo. Podem ainda ser

tomadas decisões ou feitas recomendações a serem consideradas em contextos

que envolvem os dados utilizados.

Nesse momento são também utilizadas um conjunto importante de téc-

nicas que fazem parte da mineração de dados, que são as técnicas de visualização.

A visualização adequada dos resultados auxilia em todo o processo de tomada de

decisões decorrente dos resultados alcançados.

2.5 Processamento de Dados Meteorológicos

Tanto o modelo apresentado por Alcântara et al. (2010) que apresenta o

ciclo de atividades para realização do monitoramento ambiental como o modelo

de processos de mineração de dados CRISP-DM definem apenas de forma geral

as etapas a serem relizadas no processo. Os detalhes a respeito das atividades e

técnicas a serem utilizadas depende do contexto de aplicação e do tipo de dado

utilizado.

Os trabalhos envolvendo meio ambiente utilizam comumente séries tem-

porais, pois busca-se entender o comportamento de uma determinada variável ao

longo do tempo. Nesse tipo de dados duas atividades são mais comuns: A prepa-

ração ou pré-processamento e a análise propriamente dita. Essas atividades são

executadas nas fases de Preparação dos dados e Modelagem do CRISP-DM,

as demais etapas envolvem mais planejamento e aplicação dos resultados objeti-

vos do que processamento dos dados em si. As atividades desenvolvidas em cada

uma dessas etapas são guiadas pelo conhecimento do especialista de domínio, que

responsável por escolher quais técnicas utilizar e seus parâmetros.

A preparação dos dados diz respeito à qualidade dos mesmos e a forma

de representação. A modelagem é a aplicação de modelos para a extração de

conhecimento.
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2.5.1 Preparação dos Dados

A correção dos dados pode ser necessária porque podem ocorrer falhas

no processo de aquisição dos dados. Essas falhas podem ser humanas ou falhas

dos equipamentos de medidas.

A transformação consiste em um processamento nos dados de forma que

sua representação inicial é alterada. Essa nova representação pode por exem-

plo ser aplicada para diminuir a quantidade de pontos na séries temporal, ou

seja, alterar a granularidade dos dados (FU, 2011). É importante que forma de

representação destaque as características fundamentais da série a ser analisada

(ESLING; AGON, 2012a). As transformações podem ainda ser para destacar um

determinado comportamento ou excluir uma característica indesejavel.

A seguir são apresentados mais detalhes sobre a correção dos dados e

métodos de representação.

2.5.1.1 Correção

Os dados meteorológicos são geralmente coletados por estações meteoro-

lógicas compostas por equipamentos eletrônicos que ficam instalados em campo,

sujeitos a vários intemperes do meio ambiente como: corrosão, acumulo de insetos

e falta de energia (VENTURA et al., 2013; DIAS, 2007).

Estes problemas podem fazer com que os equipamentos deixem de coletar

ou de armazenar os dados em um determinado instante de tempo. Além da

falha nos dados podem ocorrer de valores absurdos serem armazenados, a esse

acontecimento dá-se o nome de outliers.

As falhas ou outliers prejudicam a análise dos dados e, por isso esses

casos devem ser tratados antes da análise dos dados. Existe duas possibilidades

nesses casos: corrigir os dados ou ignorar períodos de medições.

Os dados meteorológicos são de natureza complexa, há a interação en-

tre diversas variáveis. Isso dificulta o processo de correção desses dados, por

isso mesmo, muitos trabalho apresentam como alternativa excluir um período de

dados ou cálculo da média dos valores próximos à falha (VENTURA, 2015).

Para o preenchimento de falhas é comum a utilização de técnicas espe-

cíficas para cada tipo de dado, buscando-se aproveitar da do comportamento de

cada variável. Em Oliveira et al. (2010) é apresentada uma comparação de téc-

nicas estatísticas de ponderação regional, regressão linear e regressão potencial

para preenchimento de falhas em dados de precipitação.

Outra alternativa adotada é a utilização de dados de estações próximas à

que ocorreu a falha, como apresentado em (CHIBANA et al., 2005; PINHEIRO et
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al., 2013; FERRARI; OZAKI, 2014). Outros trabalhos em vez de apenas copiarem

os valores medidos em estações próximas, utilizam técnicas de geoestatística para

estimar os dados como em (WANDERLEY et al., 2012).

Além das técnicas puramente estatísticas, foram apresentados também

trabalho utilizando técnicas de inteligência artificial para o preenchimento de

falhas em dados meteorológicos, como em Ventura et al. (2013) e Ooba et al.

(2006) que utilizaram a combinação de Redes Neurais e Algoritmos Genéticos.

2.5.1.2 Métodos de Representação de Dados

As análises envolvendo os dados meteorológicos baseam-se principalmente

no comportamento dos dados. Desse modo, a forma de representação dos dados

pode influenciar na análise a ser feita. Por isso, são aprentados a seguir alguns

dos principais métodos de representação de dados utilizados nesse tipo de dado.

2.5.1.2.1 Método da Amostragem O método mais simples de representa-

çãoe largamente utilizado é a amostragem (ASTROM, 1969). O Resultado de

uma representação por amostragem é representado na Figura 4. A série temporal

é representada como segue: uma taxa de n/m é utilizada, onde n é o comprimento

de uma série temporal x e m é a dimensão após a redução dimensionalidade. Este

método de amostragem tem o inconveniente de distorcer a forma da série amos-

trada em tempo, se a taxa de amostragem for muito baixa.

Figura 4: Exemplo de amostragem de uma série temporal.

2.5.1.2.2 Piecewise Aggregate Approximation (PAA) Uma melhoria

do método de amostragem foi proposto em Keogh et al. (2001) e Keogh e Pazzani

(2000), chamado de Piecewise Aggregate Approximation (PAA). O método utiliza

a média de cada segmento para representar o conjunto correspondente de pontos

de dados.

O algoritmo divide a a série de tamanho n em N segmentos de tamanhos

fixos, adjacentes um ao outro e depois calcula a média dos valores dos pontos

dentro de cada segmento. A série com dimensionalidade reduzida utilizando-se

PAA é data pela equação 1:
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x̂ =
1

ek − sk + 1

ek∑

i=sk

xi (1)

Onde, x̂ é a série após a redução de dimensionalidade e sk e ek denotam

os pontos inicial e final do segmento kth dados da série x. A Figura 5 mostra um

exemplo de série depois de aplicado o método PAA.

Figura 5: Exemplo de redução de dimensionalidade utilizando PAA.

Este método é amplamente utilizado, por ser simples e tratar diretamente

a granularidade dos dados. Por exemplo, dada uma série temporal de temperatura

com medidas a cada 15 minutos durante 1 ano, deseja-se obter os dados tem

médias horárias, nesse caso a cada 4 medidas é calculada a média dos valores.

2.5.1.2.3 Segmented Sum of Variation (SSV) Este método utiliza uma

ideia parecida com o PAA, primeiro a série temporal é dividida em N segmentos,

os segmentos são conectados, ou seja, o fim de um segmento k é o início do

segmento k + 1. Isso é necessário porque o método calcula a variação de cada

segmento, se os segmentos forem desconectados a variação seria perdida. A SSV

de uma série temporal x de tamanho n utilizando-se segmentos de tamanho l é

dada como segue(LEE et al., 2003):

SSVx =<
l−1∑

i=1

|ai + 1− ai|,

2(l−1)∑

i=l

|ai + 1− ai|, ..,

s(l−1)∑

i=(s−1)l+(2−s)

|ai + 1− ai| > (2)

A Figura 6 mostra o resultado do método SSV aplicado em uma série de

tamanho 13 e com l = 3. A série original (Figura 6(a)) x = 5, 4, 5, 6, 8, 7, 7, 5, 4, 3, 4, 5, 7

foram calculadas as variações de 3 segmentos, l1 = 5, 4, 5, 6, 8, l1 = 8, 7, 7, 5, 4,

l3 = 4, 3, 4, 5, 7 que resultaram na série com dimensionalidade reduzida (Figura

6(b)) X = 5, 4, 5.
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(a)Série Original (b)Resultado do Método SSV

Figura 6: Redução de dimensionalidade utilizando SSV

Esse método foi proposto por Lee et al. com o objetivo de criar um vetor

de características para busca por similaridade em séries temporais deslocadas

verticalmente utilizando a medida de distância mínima.

2.5.1.2.4 Bit Level Representation O método da Bit Level Representa-

tion foi proposto pelos autores Ratanamahatana et al. (2005), Bagnall e Janacek

(2005) e Bagnall et al. (2006), e trabalha substituindo cada valor real da série

por um único bit, baseando-se num valor µ, como mostrada a Figura 7 para µ

igual a 0.

Figura 7: Uma série temporal, C, comprimento de 64, convertida para a repre-
sentação por bit, c, por meio da observação cada elemento de C; se o seu valor é
estritamente superior a zero, o correspondente bit é ajustado para 1, e a 0 caso
contrário (RATANAMAHATANA et al., 2005)

A escolha dos bits messe método é feita como segue, na equação 3:

c(i) =





1 se C(i) > µ

0 outros casos
(3)
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Onde: µ é a média de C.

A redução da dimensionalidade se dá em um próximo passo, no qual os

bits são contados, ou uma representação utilizando-se, por exemplo, bit de pari-

dade é utilizada. No caso do exemplo da Figura 7 a série 0000000000000000000000-

111111111111001000111111111111111111111111 pode ser representada por 22]0-

, 11]1, 2]0, 1]1, 3]0, 24]1.

2.5.1.2.5 Perceptually Important Points (PIP) Apresentado pela pri-

meira vez por (CHUNG F.L., 2001), esse método faz a redução de dimensionali-

dade selecionando apenas pontos mais importantes da série original, por exemplo

aqueles que se diferenciam mais abruptamente dos seus vizinhos. Esses pontos

são chamados de perceptually importante points ou pontos perceptualmente im-

portantes. Esse método foi e é bastante utilizado para comparações de séries

temporais do mercado financeiro, exatamente porque nesse cenário grandes os-

cilações nos movimentos das ações de empresas são os fatos mais importantes a

serem analisados. Uma grande utilidade desse método é permitir que séries de

tamanhos diferentes possam ser comparadas (FU et al., 2004).

A Figura 8 ilustra o exemplo de identificação de 7 PIPs em uma série

temporal

Figura 8: Redução de dimensionalidade por PIP. A série histórica da esquerda é
representada por sete PIP à direita (FU et al., 2008)

O algoritmos para encontrar os PIPs é um algoritmo iterativo. Inicia-

se considerando o primeiro e o último ponto da série como sendo dois PIPs, os

PIPs iniciais. Posteriormente é criado um segmento de reta que liga os dois

PIPs inciais, o terceiro PIP é encontrado procurando-se o ponto na série original

que possui a maior distância vertical ao segmento de reta. Para o próximo PIP

busca-se o ponto que tem a maior distância vertical aos dois segmentos de retas

adjacentes, ou seja, o que liga o primeiro ao terceiro PIT e o segundo ao terceiro

PIP. Esse processo iterativo continua até que o número de PIP seja igual ao

tamanho da série original, nesse caso não há redução de dimensionalidade, ou até

que um número pré-determinado de PIP seja encontrado. Depois de encontrados
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todos os PIPs desejados o algoritmo armazena os PIPs pela ordem em que foram

encontrados e não considera a sua dimensão temporal. Dessa forma, caso seja

necessário, apenas poucos PIPs podem ser escolhidos para representar a série

original.

A Figura 9 ilustra o funcioamento do algortimo em sua primeira parte e

a Figura 10 ilustra a ordenação dos PIPs.

Figura 9: Identificação de 5 PIPs (SANCHES, 2006)

Figura 10: Ordenação de 10 PIPs identificados (SANCHES, 2006)

A ideia dessa técnica é similar a o que foi apresentado a mais de 40 anos

por Douglas e Peucker (1973) e melhorado por Hershberger e Snoeyink (1992), em

que os autores apresentaram dois algoritmos para reduzir a quantidade de pon-

tos necessários para representar linhas ou suas caricaturas digitalizadas. Outras

ideias parecidas podem ainda ser encontradas, Perng et al. (2000) apresentou um
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modelo de referência para representar os pontos mais importantes na série e rea-

lizar busca por similaridade. Em Man e Wong (2001) é introduzido um algoritmo

que utiliza uma estrutura de rede para representar os picos e depressões identifi-

cados na série os quais dá o nome de chamados de Pontos de Controle. Pratt e

Fink (2002) e Fink et al. (2003) propuseram um algoritmo baseado em extremos

mínimos e máximos na série para representá-las, eles utilizaram o algoritmo em

dados de valores de ações, temperatura do ar e do oceano e velocidade do vento.

2.5.1.2.6 Representação Linear Uma outra abordagem utilizada na redu-

ção de dimensionalidade é a representação linear das séries, nesse contexto, exis-

tem duas categorias principais: Interpolação Linear e Regressão Linear.

A Interpolação Linear é implementada já a muito tempo utilizando a Pie-

cewise Linear Representation (PLR) (KEOGH, 1997a; KEOGH, 1997b; SMYTH

et al., 1997). Basicamente, o método faz uma linha de aproximação entre os

pontos X(xi, ..., xj) conectando por meio de uma reta os pontos xi e xj.

2.5.2 Modelagem

No processo de análise dos dados são aplicadas técnicas com o objetivo

de extrair informações úteis da base de dados disponíveis. Em séries temporais

de meteorologia a análise envolve principalmente extrair informações a respeito

do comportamento da série, ou parte dela ao longo do tempo.

A seguir são apresentadas as principais técnicas de mineração de dados

aplicadas a séries temporais de meteorologia.

2.5.2.1 Detecção de Padrões e Agrupamento

Detecção de padrões e Agrupamento em séries temporais significa iden-

tificar em uma dada série padrões que se repetem ao longo do tempo (recurring

patterns) (FU et al., 2001). Esses padrões podem ser inicialmente desconhecidos

ao especialista humano ou essa tarefa pode ser executada para provar alguma

suposição inicial a respeito dos padrões. O mesmo tipo de técnica ainda pode ser

utilizada para encontrar padrões surpresa, ou seja, que não são comuns (surpri-

sing patterns) na série temporal (KEOGH et al., 2002b). Em ambos os casos é

importante ressaltar que não é uma tarefa trivial como destaca Fu (2011).

Para essas tarefas alguns autores utilizam outros nomes. Para surpri-

sing patterns alguns autores dão o nome de Detecção de Anomalias (anomaly

detection) Chan e Mahoney (2005), Wei et al. (2005), Discordâncias (finding dis-

cords) Keogh et al. (2005b), Keogh et al. (2006) ou ainda Detecção de Novidades
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(novelty detection) Ma e Perkins (2003). No caso de detecção de anomalias ou

discordâncias é importante ressaltar que é uma tarefa diferente da detecção de ou-

tlier, pois não busca-se um determinado ponto que difere dos demais, mas sim um

padrão que difere do comportamento da série (KEOGH et al., 2002b). A Figura

11 ilustra esse processo, é mostrada uma série temporal e percebe-se claramente

que há um espaço de tempo em que os dados fogem ao padrão da série.

Figura 11: Exemplo de detecção de anomalia em uma série temporal.

Diversas técnicas são utilizadas no processo de Detecção de Padrões e

Agrupamento, podendo ser citadas, Mapas Auto-Organizáveis de Kohonen (Self-

Organized Maps - SOM) (KOHONEN, 1997). Em Li e Kuo (2008) SOM foram

utilizados para descoberta de conhecimento em dados de finanças buscando-se

tendências e previsões. Em Mörchen et al. (2005) a técnica foi utilizada para

identificar sinais de ativações que se repedem em dados de cinesiologia, um exame

feito para medir ativações do músculo esquelético. Em (GUO et al., 2007) redes

SOM são utilizadas para descoberta de padrões em dados do mercado de ações.

Em hidrologia, Chang et al. (2014) utiliza SOM para modelos de previsão de

inundações.

Suport Vector Machine (SVM) também são utilizados para realizar agru-

pamento, em Boecking et al. (2014) é apresentado um método baseado em SVM

para agrupamento em séries temporais. SVM pode ainda ser utilizado para previ-

são de valores em séries temporais Sapankevych e Sankar (2009), em Kim (2003)

é utilizado para previsão de valores em séries de preços de índices na bolsa de

valores. Em Samsudin et al. (2011) é apresentado um modelo baseado em SVM

para previsão de vazão de um rio.

Hidden Markov Model (HMM) tem sido utilizado também para realização

de agrupamentos em séries temporais. Em Yin e Yang (2005) HMM é utilizado em

conjunto com análise espectral para agrupamento de dados de sensores. Em Duan

et al. (2005) é proposto um algoritmo de HMM recursivo para agrupamento de

séries temporais. Zhao e Deng (2010) é apresentado um algoritmo de agrupamento

hieráquico utilizando HMM para agrupamento de expressões de gene em dados

de DNA. Ghassempour et al. (2014) apresentam um algoritmo utilizando HMM
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para agrupamento de séries multivariadas com dados contínuos e discretos de

indicadores de saúde.

Dentre os métodos existentes para agrupamento destaca-se o k-means

apresentado à comunidade científica pela primeira vez em 1955 (JAIN, 2010). O

algoritmo para agrupar dados utilizando o k-means divide os dados em deter-

minado número de grupos (cluster), seleciona um centróide para cada grupo e

seleciona iterativamente a qual grupo cada item do conjunto de dados pertente,

baseado em uma função de distância. O k-means necessita de um parâmetro que

é importante e que pode alterar significativamente o resultado do agrupamento,

é o número de clusters a ser considerado, a Figura 12 ilustra esse problema.

Figura 12: Exemplo de agrupamento de dados. A figura ilustra duas possibilida-
des de agrupamento, na primeira (a) foram definidos 3 grupos e na segunda (b)
8 grupo.

A definição da função de distância é importante para todos os métodos de

agrupamento e deteção de padrões, pois é a medida que define o quanto um dado

ou conjunto de dados difere ou é parecido com os demais, funções de distância

são discutidas na Seção ??.

2.5.2.2 Classificação

Classificação é talvez a tarefa mais clássica executada quando se trata de

mineração de dados e pode ser definida de acordo com Alencar (2007) como segue:

Dado um conjunto de dados X = {x1, ..., xn} cujas classes são conhecidas y,

y = {1, ...J}, o objetivo da classificação é o aprendizado de uma função f : X → Y

que mapeie um objeto x ∈ X para a sua classe y ∈ Y .

Para o aprendizado da função f são utilizados dados de treinamento para

generalizar o modelo, nesse contexto, Tan et al. (2005) alerta para que, o objetivo
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é criar um modelo que possa categorizar dados do conjunto de treinamento e de

um conjunto de dados nunca visto, o que significa que o modelo deve ser o mais

genérico possível, sem perda acurácia.

Muitas técnicas são aplicadas na tarefa de classificação de dados em séries

temporais, no entanto como destaca Xi et al. (2006) a combinação de Nearest-

Neighbor com Dynamic Time Warping(DTW) é difícel de ser superada quanto a

precisão da classificação. Entretanto, Xi et al. (2006) afirma que essa combinação

tem um problema, que é cara computacionalmente para aplicações em tempo

real.

2.5.2.3 Descoberta de Motifs

Patel et al. (2002) afirmam que encontrar padrões previamente conheci-

dos em uma série temporal (busca por similaridade) é interessante, no entanto do

ponto de vista da descoberta de conhecimento é mais interessante a descoberta de

padrões recorrentes desconhecidos. Para isso a abordagem mais comum é utilizar

algoritmos de agrupamento e utilizar como entrada subsequências extraídas por

meio de Janela Deslizante em uma dada série. O processo de Janela Deslizante

consiste em: definido um tamanho de uma janela, subsequências são extraídas

deslocando-se essa janela na série original. No entanto, essa abordagem sofreu

duras críticas, Keogh et al. (2003), Keogh e Lin (2005b), Idé (2006) afirmam que

a utilização dessa abordagem gera resultados sem sentido (meanless) no agrupa-

mento, entretanto, é feita uma observação por Keogh et al. (2003) que o problema

não está no algoritmo de agrupamento utilizado, mas em como as entradas são

geradas, no caso a janela deslizante.

Para contornar então os problemas da abordagem comum de descoberta

de padrões recorrentes desconhecidos em uma série temporal, Patel et al. (2002)

apresentaram o algoritmo para descoberta de Motifs, que são os padrões recor-

rentes na série temporal.

Formalmente, segundo Esling e Agon (2012b), a descoberta de Motifs é:

Dada uma série temporal T = {t1, ..., tn} encontre todas as subsequências T ′ ∈ Sn
T

que ocorrem repetidamente na série original.

A Figura 13 ilustra o processo de descoberta de Motifs, é possível ver que

não é um processo trivial, pois a mesma série temporal pode conter diferentes

Motifs e eles podem inclusive se sobrepor.



27

Figura 13: Exemplo de descoberta de Motifs. Fonte (ESLING; AGON, 2012a)

Para Yankov et al. (2007) Motifs são ocorrências aproximadas de sub-

sequências em uma dada série temporal em posições significativamente distintas.

Para encontrar subsequências aproximadas, primeiro é necessário definir uma fun-

ção de distância (D) e um limiar (range) de aceitação (r). Dada uma série tempo-

ral Z de tamanho m e sejam p e q posições iniciais de duas subsequências de tama-

nho n. Para que p e q sejam denominadas significativamente distintas é necessário

existir uma posição p′ tal que p < p′ < q e D(Zp, ...,p+n−1 , Zp′ , ...p′+n−1) > r (MA-

LETZKE, 2009). Essa definição faz com que subsequências muito próximas não

sejam consideras Motifs, evitando o problema do trivial matching. Esse e outros

conceitos são discutidos a seguir.

2.5.2.3.1 Casamento (Match) Seja R um número real positivo o limiar de

aceitação, e dada uma série temporal T contendo uma subsequência C com inicio

na posição p e outra subsequência M na posição q, e considerando a distância D

entre dois objetos, tem-se que se D(C,M) ≤ R, então assume-se que M é similar

a subsequência C (LEE et al., 2003).

A Figura 14 mostra um exemplo de casamento, na figura C é uma sub-

sequência e M uma outra subsequência que possui casamento com C. Percebe-se

que as subsequências não são exatamente iguais, mas são próxima de acordcom

com a função de distância D e o limiar R.
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Figura 14: Exemplo de Casamento. Fonte (LEE et al., 2003)

Por meio da definição de Casamento, e da definição da Reflexividade

(Seção 2.5.2.4.1), percebe-se que o melhor casamento de uma subsequência é

quando comparada a ela mesma. As subsequências mais próximas, com 1 ou 2

unidades de deslocamento para um lado ou outro da série (eixo do tempo) tendem

a ser também muito similares, nesse caso tem-se o que se chama de Casamento

Trivial.

2.5.2.3.2 Casamento Trivial (Trivial Macth) Data uma série temporal

T contendo uma subsequência C com início na posição p e a subsequência M que

possui casamento com C com início na posição q, M é chamada de casamento

trivial de C se, p = q ou se não existe uma subsequência M ′ com início em q′ tal

que D(C,M ′) > R, e q < q′ < p ou p < q′ < q (LEE et al., 2003).

A Figura 15 mostra um exemplo de casamento trivial.

Figura 15: Exemplo de Casamento Trivial. Fonte (LEE et al., 2003)

Com essas definições é possível então definir o problema da descoberta

de k-motifs mais significantes em uma série temporal.
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2.5.2.3.3 K-Motifs Dada uma série temporal T , uma subsequência de ta-

manho n e um limiar R, o Motif mais significante em T , chamado de 1-Motif,

é a subsequência C1 que tem a maior quantidade de casamento não trivial. Os

Kth Motifs mais significantes em T , chamados K-Motifs subsequentes é a sub-

sequência Ck que tem a maior quantidade de casamentos não triviais e satisfaz

D(Ck, Ci) > 2R, para todo 1 ≤ i < K (LEE et al., 2003).

Por meio dessa definição percebe-se a importância de que duas sub-

sequências estejam a pelo menos 2R de distância uma da outra, o que força

com que sejam mutualmente exclusivas, fazendo com que duas subsequências não

compartilhem muitos elementos, o que cairia num caso de casamento trivial, a Fi-

gura 16 ilustra um caso em que primeiro é considerado distâncias maiores que 1R

apenas e para o caso de distâncias maiores que 2R. No primeiro caso, percebe-se

que os dois Motifs compartilham muitos elementos e no segundo caso estão em

posições totalmente diferentes.

Figura 16: Exemplificação visual do motivo pelo qual a definição de K-Motifs
requer que a distância entre duas subsequências seja maior que 2R. Fonte (LEE
et al., 2003)

Além do tratamento do problema de casamento trivial, Chiu et al. (2003)

apontam outro cuidado que deve ser tomado, o grau de significância dos motifs

encontrados. Dependendo do tamanho do motif que é buscado, o tamanho é pa-

râmetro do algoritmo, pode-se encontrar padrões que não agregam conhecimento

ao processo de mineração de dados. A Figura 17 ilustra esse caso, na figura
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pequenas retas foram consideradas motifs.

Figura 17: Exemplo de falsos motifs. Fonte (MALETZKE, 2009)

O algoritmos mais simples para detecção de Motifs em uma série tempo-

ral é o algoritmo de força bruta mostrado no Algoritmo a seguir.
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Figura 18: Algoritmos Motifs Força Bruta. Fonte (MALETZKE, 2009)

O algoritmo deve receber parâmetros, a série temporal T de tamanho

m, o tamanho dos Motifs que deseja-se buscar n e o limiar R. O algoritmo uti-

liza ideia de janela deslizante, entretanto é feito o controle do casamento trivial

citado anteriormente. O algoritmos percorre toda a série temporal com deslo-

camento de uma unidade de tempo e extrai subsequências de tamanho n, para

cada subsequência é percorrido o restante da série em busca de outras subsequên-

cias que sejam similares porém não sejam um caso de casamento trivial. Para

cada subsequência que satisfaça a condição é guardada posição inicial e a final da

subsequência.

O algoritmo por força bruta tem ordem de execução O(m2), o que pode

tornar o algoritmo inviável para séries de tamanhos muito grande.
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2.5.2.4 Busca por Similaridade

Em bases de dados tradicionais uma busca é feita por correspondência

exata, por exemplo: Cliente cujo nome é igual a João. Em séries temporais

no entanto, a busca não se baseia em uma correspondência exata, mas em uma

aproximação, isso devido a natureza dos dados que são geralmente numéricos e

contínuos (FU, 2011). Um exemplo de uma busca em uma série temporal pode

ser: “Busque os períodos de venda que se comportem de forma parecida ao último

mês”.

A busca por similaridade em séries temporais pode ser conduzida de duas

formas, comparando a série a ser buscada com toda a outra série alvo (Whole Se-

quence Matching) ou em outro caso, quando é dada uma série Q e uma série mais

longa P e busca-se subséries que sejam similares à Q em P (Subserie Matching)

ou (Subsequence Matching) (AGRAWAL et al., 1993).

Para melhor acompanhamento dessa Seção a Tabela 2 é apresentada para

padronização dos símbolos utilizados.

Tabela 2: Notações matemáticas utilizadas na seção.

Símbolo Descrição

U Universo de Objetos Válidos (Descritores)
S ⊂ U Banco de Dados de Objetos Válidos
x, y, oi ∈ U Objetos de U

q ∈ U Objeto de pesquisa de U

s : U× U → R Função de similaridade entre pares de objetos em U

δ : U× U → R Função de dissimilaridade entre pares de objetos em s : U

Quando se trata de mineração de dados em séries temporais, comumente

as análises envolvem medidas de similaridade entre séries de dados, o que implica

no uso de uma função de distância, ou seja, uma função matemática que diga o

quão parecida ou não é uma série da outra (ALENCAR, 2007). Portanto, nessa

seção são descritas algumas medidas de similaridade entre séries temporais.

Um função de similaridade (s) é definida como uma função de dois pa-

res (pairwise similarity function) de objetos x, y do universo U e a similaridade

assume um valor no universo dos números reais R, essa função é definida como

segue:

s : U× U 7→ R (4)

A função produz um número real que representa o quão similar são os dois
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objetos do universo U que é composto por um conjunto de todos os descritores

do objeto, a estrutura do objeto x ∈ U pode ser por exemplo, um vetor, uma

série tepmoral, uma string, etc (SKOPAL; BUSTOS, 2011).

Uma outra função também é utilizada, esta define não a similaridade,

mas a dissimilaridade ou distância entre os objetos (δ). Nesse caso, valores al-

tos de dissimilaridade representam baixa similaridade entre os pares e vice-versa

(SKOPAL; BUSTOS, 2011). Dessa forma s e δ devem cumprir a seguinte regra:

s(x, y) ≥ s(x, z) ⇔ δ(x, y) ≤ δ(x, z), ∀1x, y, z ∈ U (5)

A dupla (U, s) é chamada espaço de similaridade e (U, δ) espaço de dissi-

milaridade. A escolha do uso da função similaridade ou dissimilaridade depende

do algoritmo implementado.

A busca por similaridade pode-se ter dois tipos de busca: Por faixa

(Query Range) que busca objetos que estejam dentro de uma faixa de similari-

dade e os k-vizinhos mais próximos (k-nearest-neighbors) que busca os k objetos

mais próximos, ambos os casos de acordo com δ. Os dois casos são definidos

formalmente a seguir.

• Query Range: ((SKOPAL; BUSTOS, 2011)) Dada a consulta do objeto q

com um determinado limite de distância r, q ∈ U, r ∈ R
+, retorna-se todos

os objetos contidos em S que estão a uma distância de no máximo r de q,

ou seja:

(q, r) = {x ∈ S|δ(x, q) ≥ r} (6)

• K-Nearest-NeighBors: ((SKOPAL; BUSTOS, 2011)) Dada a consulta

do objeto q com um determinado limite de distância r, q ∈ U, r ∈ R
+,

retorna-se um conjunto C contendo os k objetos mais similares a q, ou seja

C ⊆ S tal que |C| = k e ∀x ∈ C, y ∈ S− C, δ(x, q) ≥ δ(y, q).

A Figura 19 exemplifica os dois tipos de busca, no primeiro caso (q1)

é executada a busca por Range Query. No segundo caso a consulta por Knn.

Observa-se que no primeiro caso é definido um alcance (r) e são retornados todos

os objetos dentro desse alcance. Na consulta por Knn são selecionados apenas o

k mais próximos.



34

Figura 19: Exemplo de funcionamento do Range Query e KNN.

2.5.2.4.1 Funções de Distância Como dito anteriormente, tanto a tarefa de

agrupamento, detecção de padrões e classificação em séries temporais envolvem

um item importante que é a função de distância a ser utilizada. A função de

distância diz basicamente o quão diferente (ou similar) uma determinada série

temporal é de outra.

As funções de distância mais utilizadas são as Funções Métricas que

seguem os 4 Postulados Métricos descritos a seguir (SKOPAL; BUSTOS, 2011):

δx, y = 0 ⇔ x = y Relexividade

δx, y > 0 ⇔ x 6= y Não negatividade

δx, y = δy, z Simetria

δx, y + δy, z ≥ δx, z Desigualdade Triangular

A Reflexividade diz que a distância entre dois objetos a serem compara-

dos é Zero somente se os dois objetos forem idênticos, ou forem o mesmo objeto.

A Não Negatividade diz que a distância entre dois objetos será sempre maior que

zero se os objetos forem diferentes. De acordo com a o postulado da Simetria, a

distância entre dois objetos y e z é igual a distância entre z e y. A Desigualdade

Triangular diz que a soma da distância entre x, e y com a distância entre y e z

será sempre maior ou igual que a distância entre os objetos x e z. É importante

ressaltar que, para alguns tipos de dados complexos nem sempre as funções mé-

tricas são suficiente para a comparação, como destaca Skopal e Bustos (2011) ao

fazer uma revisão sobre funções não métricas para domínios complexos.

A função de distância mais utilizada é a Euclidiana Krislock e Wolkowicz

(2012), que satisfaz aos postulados métricos descritos. A distância euclidiana

dada duas séries temporais Q = q1, ...qn e C = c1, ..., cn é definida como segue:



35

δ(Q,C) =

√√√√
n∑

i=1

(qi − ci)2 (7)

Apesar de muito utilizada a distância euclidiana, no caso de séries tem-

porais a distância euclidiana necessita que as duas séries a serem comparadas

tenham o mesmo tamanho, sendo necessário um pré-processamento caso duas

séries de tamanhos diferentes precisem ser comparadas.

Além do tamanho das séries, o valor da distância euclidiana pode masca-

rar o valor da distância entre duas séries que estejam deslocadas horizontalmente

uma em relação a outra. Para esse caso a alternativa utilizada é a Dynamic Time

Warping, que faz um alinhamento entre as duas séries a serem comparadas. A

Figura 20 ilustra o comportamento das duas funções de distância citadas.

Figura 20: Comparação entre Distância Euclidiana e Dynamic Time Warping.
Fonte: (KEOGH, 2002)

Devido a sua importância, principalmente para busca por similaridade

em séries temporais, a Seção a seguir trás mais detalhes a respeito da Dynamic

Time Warping.

2.5.2.4.2 Dynamic Time Warping (DTW) O Dynamic Time Warping(DTW)

Fu et al. (2008), é largamente utilizada em busca por similaridade entre séries

temporais por fazer o alinhamento entre a séries deslocadas horizontalmente entre

si como o exemplo mostrado na Figura 20.

Para alinhar duas séries temporais Q e C de tamanhos n e m respectiva-

mente é construída uma matriz de dimensão n−por−m onde cada elemento (i, j)

contém a distância (que pode ser inclusive a euclidiana) δ(qi, cj) entre dois pontos

qi e cj das duas séries. Após calculadas as distâncias entre todos os elementos

das séries temporais (nxm) e construída a matriz de distâncias, é traçado um

caminho W , contíguo que representa o mapeamento entre as séries deslocadas

horizontalmente Q e C, cujo cada elemento k de W é definido como wk = (i, j)k.

Para encontrar o caminho W algumas restrições devem ser satisfeitas, são elas:

• Limites: w1 = (1, 1) e wk = (m,n). Essa condição faz com que o caminho

W comece e termine em cantos diagonalmente opostos da matriz.
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• Continuidade: Sendo wk = (a, b) então wk−1 = (a, b) onde a − a <= 1 e

b − b <= 1. Essa condição restringe os possíveis passos de caminhamento

para células que sejam adjacentes, incluindo diagonalmente adjacentes.

• Monotonicidade: Sendo wk = (a, b) então wk−1 = (a, b) onde a− a >= 0 e

b− b >= 0. Essa condição força os pontos de W a serem monotonicamente

espaçados no tempo.

A Figura 21 ilustra um exemplo de duas séries temporais semelhantes

porém deslocadas um em relação a outra no tempo e seu posterior alinhamento.

Figura 21: Exemplo de duas séries similares porém deslocadas horizontalmente
e o seu alinhamento após a construção da matriz de distância e o caminho W .
Fonte: (KEOGH, 2002)

Na Figura 21 em B tem-se a matriz de distâncias encontradas após o

calculo de distâncias ponto a ponto entre as duas séries e o caminho W encontrado

seguindo as condições citadas acima. Em C tem-se as duas séries alinhadas o que

possibilita ter o calculo da distância entre elas, ou seja, o valor DTW entre as

duas séries.

Como existem vários caminhos que satisfazem as condições acima é ne-

cessário então encontrar o menor caminho, ou seja, o caminho que minimize a

distância, como descrito na equação abaixo.

DTW (Q,C) = min{

√√√√
K∑

k=1

wk} (8)
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2.6 Conclusão do Capítulo

A utilização de dados meteorológicos para análises em diversos contex-

tos envolve um processo interativo, no qual o conhecimento de um especialista

do domínio é necessário para guiar o processo. Detalhes desde a aquisição dos

dados, preparação e o uso em sí, são dependentes do objetivo da utilização e

consequentemente do especialista do domínio. Este por sua vez, deve possuir

conhecimento genérico o suficiente, ou amplo como a interação das variáveis em

diversos contextos bem como conhecimento específico do comportamento de cada

variável.

Percebe-se a clara aplicação da mineração de dados nos dados meteoroló-

gicos. Entretanto, Côrtes et al. (2002) fazem uma observação importante, de que

difunde-se erroneamente o conceito de que a mineração de dados pode automati-

camente minerar conceitos ou conhecimentos valiosos escondidos em uma grande

quantidade de dados sem intervenção ou direcionamento humano. Quando, na

verdade “.. é um processo altamente cooperativo entre homens e máquinas, que

visa a exploração de grandes banco de dados, com o objetivo de extrair conheci-

mento através do reconhecimento de padrões e relacionamento entre variáveis..”.

Para que seja possível extrair informações úteis dos dados, eles devem

ser preparados ou transformados para se adequarem a um modelo a ser aplicado

para se extrair informações. Existe um conjunto de ferramentas disponíveis na

literatura que pode auxiliar o processo de mineração de dados neste tipo de dado.

O SPSS SPSS (2014) por exemplo é uma ferramenta com enfoque mais estatístico

que fornece um conjunto de técnicas para análise de dados. O Weka Weiss (2004),

R Team (2014) e o Matlab Mathworks (2014) por exemplo oferecem diversos

recursos tanto estatísticos quanto de inteligência artificial. Existem ainda outras

ferramentas disponíveis, no entanto, além de fornecer técnicas para manipulação

de dados, é necessário uma ferramenta que atenda as características específicas

dos dados meteorológicos e permita a que o conhecimento do especialista de

domínio faça parte do processo de análise dos dados.

Diante disso, este trabalho apresenta uma nova ferramenta, uma plata-

forma computacional para mineração de dados meteorológicos que considera as

séries temporais como um novo tipo de dado e os algoritmos que as manipulam

como os seus operadores. Dessa forma, é possível criar expressões de domínio que,

representam o conhecimento do especialista do domínio em um determinado pro-

cesso. A construção desta plataforma e a sua validação são descritas nas próximas

seções.



Capítulo 3

Material e Métodos

Os modelos de processo de mineração de dados definem as etapas a serem

executadas em uma determinada ordem, no entanto, não especifica quais ativida-

des, tarefas, manipulações e processamentos devem ser realizadas em cada etapa,

e por isso mesmo são chamados de modelos de processo e não de metodologia

(MARBáN et al., 2009). As atividades a serem desenvolvidas em cada etapa do

processo depende do contexto de aplicação, do tipo de dado utilizado e do tipo

de análise a ser feita, entre outros fatores. Em meteorologia são realizados pro-

cessamentos nos dados em si, principalmente em duas etapas: na Preparação

dos dados e na Modelagem.

Os processamentos realizados internamente nessas duas etapas são tam-

bém interativos e guiados pelo especialista de domínio. O fluxo de execução das

atividades é guiado por uma série de parâmetros e escolhas que dependem da

expertise desse especialista.

Nesse contexto, este trabalho concentra-se em fornecer uma plataforma

computacional que dê suporte à execução das atividades nessas duas etapas forne-

cendo um mecanismo que permita que o conhecimento do especialista de domínio

possa ser inserido em cada processamento realizado em cada parte do processo.

Isso pode ser feito por meio da definição do fluxo e parametrização do proces-

samento, podendo esse conhecimento ser reutilizado ou combinado com outros

pré-existentes. Esta seção descreve os materiais e métodos utilizados no desen-

volvimento do trabalho.

3.1 Desenvolvimento da Plataforma MiMi

O CRISP-DM mostra que há uma conexão entre o conhecimento levan-

tado na fase de Entendimento do negócio e o Entendimento dos dados. No

38
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entanto, esse conhecimento serve de suporte para a execução também das demais

etapas do processo. Nesse sentido a Plataforma MiMi modifica o fluxo original e

torna mais natural a interação entre fases como as incluídas pelas setas azuis na

Figura 22.

Figura 22: Entendimento do Negócio influenciado demais etapas do processo de
Mineração de Dados. Adaptado de Chapman et al. (2000).

O conhecimento da fase de Entendimento do negócio influencia todo

o processo, o que gera a necessidade de vinculá-lo com a parametrização de cada

etapa de processamento. Entretanto, no modelo tradicional CRISP-DM não fica

explicito essa influência, bem como as ferramentas de DM também não refletem

a necessidade de interação do Especialista em todo o processo. A plataforma

MiMi busca resolver esse problema com a explicitação da influência da expertise

do Especialista nas outras etapas, conforme ilustrado nas setas azuis da Figura

22.

Os modelos de processo definem as etapas do processo de mineração,

entretanto, cada etapa é composta por atividades internas específicas. As etapas

de Preparação dos dados e Modelagem envolvem manipulação direta nos

dados. Há um conjunto interno de atividades que engloba essas duas etapas e que

é também interativo e guiado pelo conhecimento do especialista como mostrado

na Figura 23.
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Figura 23: Detalhamento das fases de Preparação dos Dados e Modelagem. Adap-
tado de Chapman et al. (2000).

Após a Coleta de dados é comum os dados serem calibrados, isso in-

ternamente é feito utilizando por exemplo, um aparelho de referência que mede

a mesma variável por um determinado período de tempo. Após, são extraídos

os coeficientes de correlação entre os dados do equipamento de referência e o

equipamento de trabalho para a correção (BIUDES et al., 2015).

Depois de feita a Calibração dos dados, mas não obrigatoriamente, os

dados passam por um processo de Correção, onde são identificadas possíveis

falhas nos dados e são então corrigidos (VENTURA et al., 2014).

Com os dados já corrigidos eles podem passar por um processo de Trans-

formação. Essa transformação pode ocorrer na representação dos dados, na mai-

oria das vezes essas transformações são a respeito da granularidade dos mesmos.

Os dados podem por exemplo ser coletados a cada 5 minutos e depois ser calcu-

lada a média diária para a posterior análise. Além desse tipo de transformação,

nesse momento podem ser gerados novos dados a partir dos dados coletados.

Após a transformação dos dados de acordo com o interesse da análise a

ser feita, são aplicados modelos de Análise ou de Visualização dos dados.

É importante notar que o modelo de processo proposto pelo CRISP-DM

(Figura 3) não apresenta uma ligação direta entre o entendimento do negócio e

as etapas de Preparação dos dados e Modelagem. Nos trabalhos envolvendo

dados meteorológicos essa ligação existe e por isso ela é apresentada na Figura

22. Por exemplo, se na etapa de entendimento do negócio foi definido que

seriam necessários dados de radiação solar, os dados coletados entre o pôr e o

nascer do sol devem ser descartados, pois nesse período não há radiação solar

direta incidente sobre a área estudada.

Nesse contexto, este trabalho tem como enfoque as etapas do processo

de mineração de dados que envolvem processamento de dados, como mostrado

na Figura 23. Dessa forma, tendo o dado como objeto central do processo, foi
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definida uma arquitetura para tratamento dos dados meteorológicos no processo

de mineração de dados.

A plataforma MiMi foi desenvolvida para dar suporte ao desenvolvimento

de aplicações de mineração de dados. Para isso foi definida uma arquitetura que

contempla o processo de acesso aos dados, preparação dos dados e mineração.

Nessa arquitetura foi definida uma álgebra na qual as séries temporais são tra-

tadas como um tipo de dado. Esse tipo de dado é definido como o operando

série temporal e os operadores representam os algoritmos que o manipulam. As

definições do operando e operadores foram baseadas no trabalho de Traina et al.

(2005). Através da agregação de operações em expressões de domínio é possível

embutir o conhecimento do especialista. Maiores detalhes são apresentados no

Capítulo 4.

3.1.1 Tecnologia Utilizada

A plataforma proposta foi implementada utilizando a linguagem de pro-

gramação Java Oracle (2014). Foi definida uma API (Application Program Inter-

face) seguindo os padrões de desenvolvimento utilizando-se de Classes Abstratas

e Interfaces com o intuito de se ter um código genérico para que a plataforma

seja facilmente estendida para outros contextos e para facilitar o desenvolvimento

de novos operadores.

Outro recurso da linguagem Java que foi utilzado foi o padrão de de-

senvolvimento Singleton (Freeman et al. (2004)) que permite que seja mantido

apenas um objeto para todas as instâncias de uma determinada classe. essa fun-

cionnalidade foi utilizada para implementar o acesso ao operando série temporal.

Foi utilizado também o padrão XML (Bibeck et al. (2001)) para a confi-

guração da execução dos operadores. Para criar os objetvos java que representam

os operadores em tempo real, a partir da leitura do arquivo XML foi utilizada

a API Java Reflection, que permite a manipulação de códigos java em tempo de

execução.

A IDE (Integrated Development Environment) utilizada para o desenvol-

vimento foi o NetBeans IDE 8.0 NetBeans (2014).

3.2 Testes

Para validar a plataforma proposta foram realizados testes para 3 tipos

diferentes de tarefas de mineração de dados para cada conjunto de dados.
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3.2.1 Descrição dos dados

Para a realização dos restes foram utilizados dados de duas estações me-

teorológicas. A primeira, denominada Torre UFMT está localizada no Campus

da Universidade Federal de Mato Grosso (UFMT) , Cuiabá - Mato Grosso. A

segunda, denominada Torre Santo Antônio está localizada na Fazenda Experi-

mental da UFMT no município de Santo Antônio de Leverger - Mato Grosso

denominada Torre. As duas torres meteorológicas estão em locais com caracte-

rísticas distintas, a Torre UFMT está localizada na zona urbana e a Torre Santo

Antônio está na zona rural.

Para ambas as torres foram utilizados dados de:

• Temperatura do Ar (Ta) ;

• Umidade Relativa do Ar (Ur)

• Radiação Solar (RN)

• Precipitação (P)

A periodicidade de coleta dos dados para cara torre é mostrado na Tabela

3

Tabela 3: Organização dos dados para teste.

Período de Coleta Periodicidade Obs.
Torre UFMT Jan-2011 até Set-2014 15 minutos -
Torre Santo Antônio Jan-2005 até Dez-2009 Diário Média Diária

Os dados da Torre Santo Antônio foram fornecidos pelo Instituto Nacio-

nal de Meteorologia (INMET) na estação meteorológica os dados são coletados 3

vezes ao dia, no entanto foi fornecido dados resultantes da médias desses valores,

dados de média diária.

3.2.2 Agrupamento

Para realizar o agrupamento de séries temporais foi utilizado o algoritmo

k-means utilizando médias mensais de Temperatura Ar, Umidade Relativa do Ar

e Radiação Solar, ou seja, foi utilizado para cada torre meteorológica um vetor de

características com 3 atributos como mostrado na Figura 24. Essa configuração

gerou para a Torre Santo Antônio um vetor de características com 60 elementos

(1 para cada mês de 2005 a 2009) e 3 atributos. Para a Torre UFMT foi gerado
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um vetor com 36 elementos (Maio a Dezembro de 2011, Janeiro a Dezembro de

2012, Janeiro a Outubro de 2013 e Fevereiro a Setembro de 2014) e 3 atributos.

Figura 24: Ilustração do funcionamento do algoritmo k-means para 3 clusters e
com vetores de 3 características.

O k-means tem como parâmetros principais a quantidade de clusters e a

função de distância. Foi utilizado a medida de 3 clusters com o intuito de validar

a definição de estações Chuvosa, Seca e Intermediária que é utilizada na literatura

para o estado de Mato Grosso. A função de distância utilizada foi a Euclidiana.

3.2.3 Preenchimento de Falhas

O preenchimento de falhas nos dados foi realizado utilizando o trabalho

desenvolvido por Ventura et al. (2013) que utiliza uma combinação de algoritmos

genéticos e redes neurais para o preenchimento de falhas.

A técnicas proposta destina-se ao preenchimento de falhas em dados mul-

tivariados de meteorologia. O preenchimento das falhas é feito pela rede neural,

que estima os valores faltantes baseando-se nos valores das outras variáveis dispo-

níveis. O Algoritmo genético é reponsável por determinar quais variáveis devem

ser utilizadas pela rede neural bem como os seus principais parâmetros.

3.2.4 Busca Por Similaridade

A busca por similaridade foi implementada utilizando o algoritmo DTW

para a comparação entre duas séries temporais. Para a busca foi passada uma

série temporal equivalente a 1 mês de dados de média diária de temperatura da

Torre PGFA e a busca foi realizada na série da Torre Santo Antônio. Para realizar

a busca a série passada como parâmetro é comparada com subséries da série

total da Torre Santo Antônio geradas por meio da técnica de Janela Deslizante,

ilustrada na Figura 25.
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Figura 25: Ilustração do funcionamento da técnica de Janela Deslizante.

A Janela Deslizante funciona recebendo uma série temporal S com os

elementos x1, x2, ..xn ∈ S e dois outros parâmetros, o tamanho da janela w e o

tamanho do salto d, extrai-se então a primeira janela contendo os elementos x1

até xw depois extrai-se as demais janelas iniciando-se em xi+d até xi+w+d até que

i <= n− w.

Para cada subsequência extraída pela janela deslizante a mesma é sub-

metida a uma comparação com a série passada como parâmetro para o algoritmo

DTW, o algoritmo retorna então uma distância que diz o quão parecidas são as

duas séries comparadas, cada valor de distância é armazenado em um vetor de

distância, após o término do processo o vetor de distâncias é ordenado para que se

tenha acesso as subsequências mais similares. Esse processo é ilustado na Figura

26.

Figura 26: Ilustração do funcionamento da técnica de Janela Deslizante e do
Algoritmo DTW para a busca por similaridade.
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3.2.5 Descoberta de Padrões Desconhecidos

Para a tarefa de descoberta de padrões recorrentes desconhecidos na série

temporal foi utilizado o algoritmo de Descoberta de MOTIFS (PATEL et al.,

2002). Existem diversas versões do algoritmo de descoberta de MOTIFS, nesse

trabalho foi utilizado o algoritmo proposto por Castro e Azevedo (2010).

Foram utilizados os dados da Torre Santo Antônio com médias diárias

entre os anos de 2005 e 2009. Buscou-se padrões de tamanhos 7,10,15,20 e 30.



Capítulo 4

Resultados e Discussões

A plataforma MiMi baseia-se em uma formalização algébrica proposta

por Traina et al. (2005). A diferença é que a álgebra original trata imagens como

sendo um novo tipo de dados cuja principal característica é suportar comparações

entre instâncias de imagens. Já a formulação proposta na plataforma MiMi tem

como enfoque a manipulação de séries temporais como sendo o tipo de dado

básico.

Foi definido o Operando Série Temporal e os Operadores que o manipu-

lam. Assim, é possível, por meio dessas definições com um conjunto de operado-

res, definir o fluxo de processamento para cada atividade de mineração de dados

com a parametrização e encapsulamento seguindo a expertise do especialista.

4.1 Plataforma Computacional para Mineração de

Dados Micrometeorológicos - MiMi (Micro-

meteorological Data Mining Plataform)

A plataforma MiMi acrescenta dois novos componentes à arquitetura de

software para mineração de dados se comparada às demais descritas na literatura:

(1) o Operando Série Temporal, que mantém um conjunto de séries temporais

que pode ser acessado por qualquer componente dessa arquitetura; (2) e o pro-

cessador que é responsável por implementar a sequência de processamento que

deve ser realizada nas tarefas de mineração de dados de acordos com os modelos

de processos.

A Figura 27 mostra a representação gráfica dos módulos da plataforma

MiMi.

46
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Figura 27: Modularização da plataforma MiMi.

O módulo de Acesso e Integração de Dados é responsável por acessar

uma base de dados para disponibilizar a série temporal que será utilizada no

processo por meio do operando série temporal, essa base pode ser um Sistema

Gerenciador de Banco de Dados, um arquivo texto ou ainda a ligação direta com

uma rede de sensores, por exemplo. A Integração de dados pode ser feita, quando

mais de uma base de dados está disponível.

O módulo de Pré-Processamento é onde são executados os algoritmos

que preparam a série temporal para a fase posterior. Nessa camada geralmente são

executados algoritmos que trabalham a qualidade dos dados ou sua representação

computacional.

O módulo de Mineração é onde são executados os algoritmos responsá-

veis pela extração do conhecimento em si. Essa camada acessa a série temporal

já trabalhada na fase anterior.

O módulo de Visualização é responsável por mostrar para o usuário

especialista de domínio o resultado da fase anterior. É possível perceber que essa

camada tem acesso à série temporal desde a camada de acesso aos dados, pois

ela pode servir também de auxílio para as camadas inferiores por meio da análise

visual dos dados.

A plataforma MiMi baseia-se no conceito de que o processo de mineração
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de dados em séries temporais ocorre como um fluxo de processamento consecutivo,

podendo haver voltas a passos anteriores como ilustra a Figura 3. Em todas as

etapas do processo há um elemento em comum, a Série Temporal, que é o dado

tratado em todo o processo. Por isso, foi definida uma arquitetura que trata

a série temporal como sendo um Operando e os métodos que atuam sobre esse

Operando são chamados de Operadores. Essa definição é baseada no trabalho de

Traina et al. (2005) em que foi definido o Operando Imagem e os Operadores que

atuam sobre esse operando.

O Operando Série Temporal é definido como segue:

λ(<φ>) (9)

Onde :

φ = {S1, S2, ..., Sn} (10)

e:

S = {(time1, < var1, ..., vard >), ..., (timet, < var1, ..., vard >)} (11)

Sendo: time o instante de tempo em que os valores das variáveis (var)

foram medidas. d é a dimensão da série temporal, ou seja, a quantidade de

variáveis medidas.

Cada etapa do processo de mineração de dados é composta por algoritmos

que manipulam a série temporal. Para a implementação de uma plataforma mais

flexível e de fácil manipulação e entendimento, os algoritmos que manipulam as

séries temporais são tratados como sendo operadores do operando imagem.

Os operadores são definidos como:

Θ(args) : λi → λi+1 (12)

O operador Θ(args) recebe como parâmetro args que pode ser um ou

mais parâmetros e manipula uma ou mais série temporal, podendo ou não adici-

onar uma nova série à λ.

Os operadores são divididos em três tipos: Operadores de Controle, Ope-

radores de Pré-Processamento e Operadores de Mineração.

Os Operadores de Controle são descritos a seguir.

• Θload: carrega uma série temporal e aloca como primeiro elemento de λ;
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• Θadd: adiciona uma série temporal após a última posição de λ;

• Θget : recupera a série corrente de λ;

• Θmove : transforma série presente na posição n recebida como parâmetro

como sendo a série corrente;

• Θswap: faz uma cópia da série atual em λ;

Esses operadores têm a função de manipular diretamente o operando série

temporal. Por meio desses, os outros operadores que vierem a ser implementados

manipular o conjunto de série temporal. Esses operadores são necessários para

encapsular o acesso aos dados, uma vez o conjunto λ deve ser o mesmo para todos

os operadores.

Os operadores de pré-processamento não são pré-definidos, eles devem

ser implementados para cada aplicação. São os operadores executados geralmente

na fase de entendimento e preparação dos dados. Esses operadores geralmente

adicionam uma nova série temporal à λ.

Os operadores de mineração de dados são os responsáveis por executar

as tarefas de mineração de dados, eles não adicionam necessariamente uma nova

série temporal em λ, o resultado de cada operador depende da aplicação em

questão.

Com a definição de operando e operadores é possível definir o que Traina

et al. (2005) chamou de Expressão de Domínio (Θ∂) que é exatamente uma

sequência de operações que devem ser executadas na tarefa de mineração de da-

dos, ou seja, a execução sequencial de diversos operadores, como em: Θ1 : Θ2 : Θ3.

O símbolo ‘:’ é usado para expressar a sequência de execução dos operadores, de

forma que Θ1 : Θ2 indica que Θ2 é executado depois de Θ1 ser processado tendo

acesso às alterações feitas no operando λ por Θ1. Pelo fato de que cada Θ tem

como resultado um operando λ, o resultado final da Expressão de Domínio (Θ∂)

também será um operando λ. Com isso, uma Θ∂1 pode ser utilizada dentro de

outra Θ∂2 como um operador comum. Como uma expressão de domínio Θ∂ pode

ser considerada um ciclo de processamento conforme descrito pelo CRISP-DM, o

reuso de uma expressão de domínio por outra, permite que o ciclo seja percorrido

novamente.

A expressão seguinte ilustra um exemplo definição de uma expressão de

domínio Θ∂.

Θ∂F indPatterns = Θload(“dados.csv”) : ΘgapF illing() : ΘmotifDiscovery(10) (13)
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A expressão, denominada FindPatterns, possui o primeiro operador Θload(“dados.csv”)

que lê os dados do arquivo “dados.csv” e carrega a primeira série temporal em λ,

após o operador ΘgapF illing() realiza a operação de preenchimento de falhas na sé-

rie corrente, para isso, internamente o operador de Pré-Processamento deve fazer

o uso de um dos operadores de controle como o get que da acesso a última série

temporal adicionada. Posteriormente, é executado o operador ΘmotifDiscovery(10)

que recebe como parâmetro um número inteiro.

4.2 MiMi API

A implementação da plataforma MiMi seguiu a definição de uma API

(Aplication Program Interface) com o objetivo de ser genérica, para facilitar a

inclusão de novos componentes e possibilitar a reprodução do fluxo de processa-

mento apresentado na Figura 23 no processo de mineração de dados. Para isso

definiu-se uma organização de Classes base para implementar a plataforma, essas

classes são: MiMiData, GenericT imeSeries, T imeSerieOperand e Operator.

A Figura 28 mostra o diagrama de Classes da plataforma MiMi.

Figura 28: Diagrama de Classes da plataforma MiMi.

4.2.1 Classe MiMiData

A Classe MiMiData é utilizada para representar o tipo de dado o qual

a série temporal será composta. A Figura 29 ilustra a modelagem da Classe

MiMiData e uma subclasse MiMiDataDouble.
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Figura 29: Representação da Classe Abstrata MiMiData e a Classe
MiMiDataDouble.

A Classe MiMiData é uma Classe abstrata, para não permitir uma

instância de objeto MiMiData, utilizou-se então do recurso de tipo de dado

genérico (< T >) disponível na linguagem Java, dessa forma é obrigatório que

se tenha uma subclasse que estenda a Classe MiMiData e defina qual o tipo de

dado T será utilizado. Na Figura 29 é mostrada a subclasse MiMiDataDouble

que foi criada para utilizar o tipo de dado Double.

A Classe MiMiData contém dois atributos o primeiro time é do tipo Date

que representa a unidade de tempo para cada dado. O atributo data que é do

tipo T , definido a subclasse, representa o dado em si.

É importante destacar que a subclasse pode definir qualquer tipo de dado

para o atributo data inclusive tipos definidos pelo programador, permitindo por

exemplo, representações multidimensionais.

4.2.2 Classe GenericTimeSeries

A Classe MiMiData faz com que o tipo de dado utilizado seja ge-

nérico, definiu-se também a Classe GenericT imeSeries com o objetivo de se

ter uma série temporal genérica. A Figura 30 mostra a definição da classe

GenericT imeSerie.
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Figura 30: Representação da Classe Abstrata GenericT imeSerie.

O estereótipo << abstract >> faz com que não seja possível existir uma

instância da classe GenericT imeSerie. Para que ela seja utilizada é necessário

que uma outra classe a estenda e defina por qual tipo de dados será composta a

série passando o parâmetro < T > que define o tipo de dado, neste trabalho essa

definição foi feita para utilizar os tipos de dados definidos por meio da Classe

MiMiData. A Classe contém os métodos comuns na manipulação de listas em

Java, o método add() adiciona um elemento do tipo T à série. O método set()

adiciona um objeto mento do tipo T em uma posição específica da série. O mé-

todo remove() recebe como parâmetro um objeto e o remove da série, o método

removeAt() diferentemente, recebe um índice e remove o objeto da série no índice

correspondente. O método size() retorna o tamanho atual da série. O método

subSerie() recebe como parâmetro dois números inteiros, o primeiro represen-

tando o índice na serie original correspondente ao início da subsérie e o segundo

um índice da série original correspondente ao final da subsérie.

4.2.3 Classe TimeSerieOperand

Neste trabalho definiu-se o Operando T imeSeriesλ representado pela

Classe Interface T imeSerieOperand mostrado na Figura 31. O Operando λ deve

ser acessível à todos os operadores dentro da plataforma proposta para possibilitar

a execução do fluxo de processamento dos algoritmos de mineração de dados.
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Figura 31: Representação da Classe Interface do Operando Time Series (λ)

A Figura 31 mostra a definição da Classe Interface T imeSerieOperand,

o estereótipo << Interface >> define que essa classe precisa ser implementada

e que todos os seus métodos devem ser sobrescritos. Essa definição foi feita

para que o operando se tornasse genérico, percebe-se na Figura 31 que a Classe

tem um atributo do tipo GenericT imeSerie, que é um tipo de dado genérico

que também deve ser definido de acordo com a aplicação. Foram definidos na

interface os métodos que funcionam como os operadores base Θload, Θadd, Θget,

Θmove, Θswap (Seção 4.1), que devem ser sobrescritos na classe que implementar

a interface.

O operador Θload é responsável por carregar a série inicial na lista de

series temporais (ArrayListSeries), e é implementado no método load(). Após

a execução do método load() os outros métodos podem ser acionados. O método

add() recebe como parâmetro uma série e adiciona-a ao final lista de séries. O

método set() é similar ao add() a diferença é que ele recebe como parâmetro além

de uma série um índice e adiciona a série passada como parâmetro à posição

correspondente na lista de séries. O método get() retorna a última série da lista

de séries. Similar ao get() o getAt() recebe como parâmetro um número inteiro

(index) representando um índice na lista de séries e retorna a série localizada

no índice passado como parâmetro. Os métodos move() e swap() atuam sobre

as séries já adicionadas na lista. O move() recebe como parâmetro um índice e

transforma série presente na lista de série nesse índice e a transforma na série

corrente. O método swap() faz uma cópia da série atual.

É interessante observar que nos casos em que o tamanho da série temporal

seja muito grande a utilização do operador add() pode prejudicar o desempenho

do processo ou causar um estouro de memória. Sendo assim, a utilização do

mesmo deve ser feita quando há a necessidade de manter as séries anteriores,

caso não seja necessário, deve ser utilizado o método set() que não adiciona um

novo elemento, mas sobrepõem um existente.
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4.2.4 Classes Operator e Processor

Como citado anteriormente, os algoritmos que manipulam as séries tem-

porais são vistos agora como Operador que manipulam o Operando T imeSerieOperand.

Isso foi feito com o objetivo de construir uma arquitetura para que seja possível

automatizar o fluxo de processamento comum nas tarefas de mineração de da-

dos. Para isso, foi definida uma Classe Interface chamada Operator que define

um método que deve ser implementado, o método run(). A Figura 32 mostra a

definição da classe Operator.

Figura 32: Representação da Classe interface Operator.

Os algoritmos que atuam sobre a série temporal nas tarefas de mineração

de dados devem implementar a classe Operator e implementar o método run().

Para reproduzir o fluxo de processamento foi definida uma classe responsável por

isso, denominada Processor, Figura 33.

Figura 33: Representação da Classe Processor.

A classe Processor contém uma lista de Operator que deve armazenar

todos os operadores a serem executados, para isso foi definido o método add()

que recebe como parâmetro um objeto Operator e o adiciona à lista de Operator

(atributo operators : List < Operator >). O método remove() remove um objeto

da lista de operadores. O método addBatch() recebe como parâmetro uma lista

de arquivos, esses arquivos seguem o formato xml contendo cada um, uma ou mais

expressões de domínio Θ∂. No arquivo xml é possível descrever cada operador da

expressão de domínio com os seus parâmetros. Após receber a lista de arquivos

o método adiciona os operadores na sequência definida nos arquivos à lista de

operadores, essa inserção é feita utilizando Reflections da linguagem Java, que
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permite objetos serem criados e instanciados em tempo de execução. O método

execute() é responsável por reproduzir o fluxo de processamento, ele executa os

operadores adicionados à lista invocando o método run de cada operador na

ordem em que foram adicionados. O código seguinte mostra uma implementação

do método processor(), o método percorre toda a lista de operadores e para cada

operador executa o método run.

1

2 pub l i c void execute ( ) {

3 f o r ( Operator operator : ope ra to r s ) {

4 operator . run ( ) ;

5 }

6 }

Na seção seguinte são apresentados testes reais feitos com a plataforma

apresentada.

4.3 Testes

Para validar a modelagem da plataforma proposta foram realizados tes-

tes com 3 tarefas comuns na mineração de dados, Agrupamento, Descoberta de

Padrões e Busca por Similaridade. Foram implementados então 3 operadores,

kmeans, MotifsDiscovery e SimilaritySearch como mostrado na Figura 35.

Entretanto, antes da definição dos operadores é necessário definir o tipo

de dado a ser utilizado na série temporal, para isso deve-se estender a classe

GenericT imeSerie e definir o tipo de dado que compõem a lista e depois é

necessário implementar a interface T imeSerieOperand e adicionar um objeto do

tipo da classe que estende a GenericT imeSerie. Isso é mostrado na Figura 34.
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Figura 34: Definição do tipo de série e implementação do operando série temporal
λ.

A Classe GenericT imeSeries fornece alguns métodos básicos para ma-

nipulação de listas de dados. Além desses métodos comuns na manipulação de

listas, a Classe MeteorologicalT imeSerie fornece métodos específicos para ma-

nipulação da dimensão temporal de dados meteorológicos. Foram definidos 6

métodos, descritos a seguir:

1. getAllNigth(): Este método retorna uma série temporal contendo apenas

os dados noturnos da série original.

2. getAllForenoon(): Este método retorna uma série temporal contendo ape-

nas os dados do período da tarde da série original.

3. getAllAfternoon(): Este método retorna uma série temporal contendo ape-

nas os dados do período da manhã da série original.

4. getBetween(): Este método recebe como parâmetro duas datas, ou duas

representações de tempo e retorna uma série temporal contendo os dados

compreendidos entre as duas datas.

5. getAfter() e getBefore(): Ambos os métodos recebem como parâmetro

uma data e retornam uma série temporal contento todos os dados antes e

depois da data especificada respectivamente.

A Figura 35 mostra a modelagem dos operadores que foram implemen-

tados.



57

Figura 35: Operadores implementados para teste da plataforma proposta.

Além dos operadores Θkmeans, ΘMotifsDiscovery e ΘSimilaritySearch foram im-

plementados operadores que são geralmente utilizados no pré-processamento dos

dados, um operador de preenchimento de falhas ΘGapFilling, outro de normalização

de dados ΘNormalize e um de redução de dimensionalidade ΘReductionPaa.

4.3.1 Execução dos Testes e Discussão

Depois de definidos e implementados os operadores para testes eles foram

validados. Para cada teste de operador foi definido um fluxo de processamento

dividido em duas expressões de domínio. A primeira Θ∂PreProcessamento contem-

plando as fases de seleção de dados e pré-processamento. A segunda expressão

Θ∂2 contém apenas o operador de mineração. Os testes foram conduzidos dessa

maneira para validar a capacidade da plataforma de gerar fluxo de processamento

de forma simples baseado em expressões de domínio.

A primeira expressão de domínio Θ∂1 foi utilizada em todos os testes, ela

é definida como segue:

Θ∂PreProcessamento = Θload(“dados.csv”) : ΘgapF illing() : ΘPAA(30) (14)

O operador Θload(“dados.csv”) recebe como parâmetro o nome de um

arquivo contendo os dados para serem processados. O operador ΘgapF illing executa

o preenchimento de falhas no conjunto de dados, caso elas existam. O operador

ΘPAA(30) executa o algoritmo do método de representação de dados Piecewise

Aggregate Approximation recebendo como parâmetro o número 30 que representa

o tamanho da janela utilizada para realizar a média dos dados.
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A Figura mostra o código XML que representa a expressão de domínio

descrita anteriormente.

Figura 36: Expressão de Domínio Θ∂ de pré-processamento.

4.3.1.1 Agrupamento

Para a execução da tarefa de agrupamento dos dados foi necessário pri-

meiro realizar a normalização dos dados. Assim, foi definido operador ΘnormalizeData()

e o operador Θkmeans(numCluster,DistanceFunction). O operador Θkmeans re-

cebe dois parâmetros: o número de clusters a ser utilizado e a função de distância.

Para realizar todo o processamento foi combinado a execução da expressão de do-

mínio Θ∂PreProcessamento e os dois operadores descritos anteriormente. Nota-se que

a atividade de normalização dos dados é também uma atividade de preparação

dos dados, o que evidencia a interação nos dois sentidos entre a fase de Prepa-

ração dos Dados e Modelagem. A Equação 15 mostra a representação da

expressão de domínio utilizada para o teste de agrupamento dos dados.

Θ∂Kmeans = ΘnormalizeData() : Θkmeans(3, “euclidean”) (15)

Os dados utilizados como teste para o algoritmo kmeans estavam orga-

nizados no arquivo com médias diárias, o preenchimento de falhas corrigiu apenas

falhas menores que 1 mês de dados, quando um mês inteiro estava ausente na sé-

rie, este foi ignorado. Após o preenchimento de falhas foi executado o algoritmo

do método de representação PAA (Seção 2.5.1.2.2) utilizando como tamanho do

intervalo para cálculo da média 30 dias, o que equivale a utilizar dados de mé-

dia mensal. Como os dados tem faixas de valores muito diferentes foi executado

posteriormente um operador de normalização dos dados e depois executado o al-

goritmo kmeans. A Figura 37 mostra o código XML que representa a junção das

duas expressões de domínio para execução do pré-processamento e do algoritmo

kmeans.
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Figura 37: Expressão de Domínio Kmeans.

Para a execução do processamento o arquivo XML deve ser passado como

parâmetro para o método addBatch da classe Processor, essa classe utilizando

Reflection constrói os objetos de acordo com as especificações do arquivo XML.

Caso não seja utilizado o arquivo XML para a configuração da expressão

de domínio, pode-se construir a expressão via código java, como mostrado no

código a seguir.

1 pub l i c c l a s s TestKmeans {

2 pub l i c s t a t i c void main ( S t r ing [ ] a rgs ) {

3 Proces sor p ro c e s s o r = new Proces sor ( ) ;

4 p ro c e s s o r . addOperator (new Load ( "dados . csv " ) )

;

5 p ro c e s s o r . addOperator (new GapFi l l ing ( ) ) ;

6 p ro c e s s o r . addOperator (new ReductionPaa (30) ) ;

7 p ro c e s s o r . addOperator (new NormalizeData ( ) ) ;

8 p ro c e s s o r . addOperator (new Kmeans (3 , "

euc l i d ean " ) ;

9 p ro c e s s o r . execute ( ) ;

10 }

11 }

Percebe-se pelo código mostrado que, uma vez implementados os ope-

radores, a plataforma consegue reproduzir um fluxo de processamento de forma

simples, bastando que se tenha um objeto Processor (Linha 3) depois adicionar

os operadores à lista de operadores (linhas 4 a 8) e invocar o método execute que

é responsável por executar os operadores na ordem em que foram adicionados.

Percebe-se que não é necessário passar a série temporal como parâmetro para

cada operador, isso porque em sua implementação cada operador já tem acesso

ao operando DoubleOperandImpl que é responsável por manter um único objeto

que representa a lista de séries temporais para todos os operadores.

A seguir são apresentados os resultados da execução do kmeans para as
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Torres Santo Antônio e UFMT respectivamente. Os testes foram feitos utilizando

3 clusters e a função de distância euclidiana para os dois conjuntos de dados. Os

dados utilizados foram, Temperatura do Ar, Umidade Relativa do Ar e Radiação

Solar.

4.3.1.2 Torre Santo Antônio

Para a execução do kmeans com os dados da Torre Santo Antônio foram

utilizados dados de Janeiro de 2005 a Dezembro de 2009. A Tabela 4 mostra o

resultado do agrupamento dos dados encontrado na execução do kmeans

Tabela 4: Resultado do agrupamento encontrado pelo kmeans para os dados da
Torre Santo Antônio.

Cluster 1 Cluster 2 Cluster 3
Janeiro de 2005 Abril de 2009 Abril de 2008 Abril de 2007
Janeiro de 2006 Setembro de 2006 Maio de 2006 Maio de 2005
Janeiro de 2007 Outubro de 2005 Maio de 2007 Junho de 2005
Janeiro de 2008 Outubro de 2006 Maio de 2008 Junho de 2006
Janeiro de 2009 Outubro de 2007 Maio de 2009 Julho de 2005
Fevereiro de 2005 Outubro de 2008 Junho de 2007 Julho de 2006
Fevereiro de 2006 Outubro de 2009 Junho de 2008 Julho de 2008
Fevereiro de 2007 Novembro de 2005 Junho de 2009 Agosto de 2005
Fevereiro de 2008 Novembro de 2006 Julho de 2007 Agosto de 2006
Fevereiro de 2009 Novembro de 2007 Julho de 2009 Agosto de 2007
Março de 2005 Novembro de 2009 Agosto de 2008
Março de 2006 Dezembro de 2005 Agosto de 2009
Março de 2007 Dezembro de 2006 Setembro de 2005
Março de 2008 Dezembro de 2007 Setembro de 2007
Março de 2009 Dezembro de 2008 Setembro de 2008
Abril de 2005 Dezembro de 2009 Setembro de 2009
Abril de 2006 Novembro de 2008

Percebe-se na divisão dos dados encontrada pelo kmeans que os dados

foram agrupados seguindo a divisão que a literatura já reporta sobre o estado

de Mato Grosso, o qual diz que tem-se no estado duas estações, uma chuvosa

e outra seca (RODRIGUES et al., 2013). E existe um período entre as duas

estações que é chamada de período de transição. Para verificar, foi plotado o

gráfico da Precipitação Acumulada média para os meses de cada cluster, Figura

38.
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Figura 38: Média da Precipitação acumulada para cada cluster nos dados da
Torre Santo Antônio.

O Cluster 1 apresenta a média de precipitação acumulada de 185,71

mm/m2, os clusters 2 e 3 apresentam valores de 38,74 mm/m2 e 30,92 mm/m2

respectivamente. As números mostram claramente a divisão entre dois períodos

muito diferentes, o cluster 1 com grande quantidade de chuva e o 3 caracteriza-se

por pouca chuva. O cluster 2 apresenta muitos dos meses caracterizados como

sendo do período de transição entre os dois períodos (RODRIGUES et al., 2011).

4.3.1.3 Torre UFMT

Para o teste do kmeans com os dados da Torre UFMT foram utilizados

dados de Janeiro de 2011 até Setembro de 2014. A Tabela 5 mostra o resultado

do agrupamento dos dados encontrado na execução do kmeans

Nesse caso percebe-se também a clara divisão entre os meses considerados

como sendo do período chuvoso, seco e intermediário. A Figura 41 apresenta os

dados da precipitação acumulada média para os meses de cada cluster para a

Torre UFMT.
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Tabela 5: Resultado do agrupamento encontrado pelo kemans para os dados da
Torre UFMT.

Cluster 1 Custer 2 Cluster 3
Agosto de 2011 Janeiro de 2012 Maio de 2011
Agosto de 2012 Janeiro de 2013 Maio de 2012
Agosto de 2014 Fevereiro de 2012 Maio de 2013
Setembro de 2011 Fevereiro de 2013 Maio de 2014
Setembro de 2012 Fevereiro de 2014 Junho de 2011
Setembro de 2014 Março de 2012 Junho de 2012
Outubro de 2011 Março de 2013 Junho de 2014
Outubro de 2012 Março de 2014 Julho de 2011
Outubro de 2013 Abril de 2012 Julho de 2012
Novembro de 2011 Abril de 2013 Julho de 2013

Abril de 2014 Julho de 2014
Junho de 2013
Novembro de 2012
Dezembro de 2011
Dezembro de 2012

Figura 39: Média da Precipitação acumulada para cada cluster nos dados da
Torre PgFA.

Nos dados da Torre UFMT fica mais evidente a divisão entre os períodos,
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com diferenças maiores entre cada cluster. Nesse caso o primeiro cluster repre-

senta os meses do período de seca com valor médio de precipitação acumulada de

26,5 mm/m2 o cluster 3 representa os meses do período de transição com valor

igual a 48,23 mm/m2 e o cluster 2 representa o período chuvoso com valor de

152,05 mm/m2 de média de precipitação acumulada.

Observando o resultado do cluster percebe-se por exemplo que o mês de

Novembro de 2011 foi alocado no cluster de meses secos e Novembro de 2012

no cluster de meses chuvosos. Observando os dados de precipitação para cada

um desses meses tem-se que em Novembro de 2011 a precipitação acumulada foi

de 106 mm/m2 e Novembro de 2012 216,60 mm/m2 evidenciando que os meses

foram muito diferentes entre si, e apesar de a média de precipitação acumulada

do cluster 1 ser muito menor que o mês de Novembro de 2011, este se difere muito

dos meses do período chuvoso.

4.3.2 Busca por Similaridade

Para o teste da busca por similaridade foram utilizados apenas dados

de temperatura. Foi selecionada a manhã mais fria do conjunto de dados dis-

ponível da Torre UFMT. Para realizar esse teste foi implementado o método

getAllForenoon() da Classe MetheorologicalT imeSeries considerando o período

da manhã como sendo de 5 a 12 horas. Os dados da Torre UFMT foram coleta-

dos a cada 15 minutos, foi feito então a média horária para esse teste, ou seja,

representação dos dados utilizando o método PAA com segmento de tamanho 4

medidas. A manhã selecionada foi a do dia 24 de Julho de 2013 cuja temperatura

média horária mínima foi de 9, 33 °C. Foi utilizado o método k nearest neighbors

para a busca com k = 4, ou seja, as 4 manhãs mais similares com a selecionada.

Foi utilizada a função DTW para realizar a comparação entre as séries. A Figura

40 apresenta os gráficos comparando cada manhã selecionada (linha preta) pelo

algoritmo com a manha do dia 24 de Julho de 2013 (linha azul)
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Figura 40: 4 manhãs mais similares à manha do dia 24 de julho de 2013.

Todas as 4 manhãs selecionadas foram do próprio ano de 2013 ou de 2011.

A primeira manhã foi a do dia 27 de Junho de 2011 com temperatura horária

mínima de 11°C e máxima de 18,75°C. A segunda manhã selecionada foi a do dia

25 de Julho de 2013, um dia após o dia selecionado para busca, com temperatura

horária mínima de 10,82°C e máxima de 18,62°C. A terceira manhã foi a do dia

26 de Agosto de 2011 com temperatura horária mínima de 11,18 °C e máxima

de 22,05°C. A quarta manhã selecionada foi a do dia 4 de Julho de 2011 com

temperatura horária mínima de 12,99°C e máxima de 16,20°C.

4.3.3 Detecção de Padrões Desconhecidos

O teste de descoberta de padrões desconhecidos tem como objetivo en-

contrar padrões de comportamento na série sem que que se tenha conhecimento

prévio dos padrões, a única informação que é passada ao algoritmo é o tamanho

do padrão que se busca. Foram utilizados os dados da Torre UFMT para o teste.

Foram utilizados dados de média diária dos dados de temperatura.

O algoritmo utilizado foi o proposto por Castro e Azevedo (2010). Foi

feita a busca por padrões de tamanho 10 dias, 20 dias e 30 dias, em todos os
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casos utilizou-se como passo no algoritmo de janela deslizante 50% do tamanho da

janela. Os teste com 20 e 30 dias apresentaram 1 padrão que se repetiram apenas

3 vezes em ambos os casos, na busca por padrões de 10 dias foram retornados 4

padrões com 3 ou 4 repetições. A Figura

Figura 41: Padrões encontrados nos dados de média diária de temperatura da
Torre UFMT.

Os padrões são destacados na figura por cores diferentes, nota-se que

alguns padrões sobrepõe outros, isso acontece porque o algoritmo percorre toda a

série para cada padrão, isso pode ser evitado utilizando, por exemplo, algum tipo

de flag na série temporal. Percebe-se que todos os padrões encontrados foram

detectados em dias que contém temperaturas baixas para o padrão da região, o

que evidencia que para este local os eventos entre queda de temperatura e retorno

à temperatura normal para a região podem durar até 10 dias.

É importante destacar que esses testes foram feitos com médias diárias,

a busca por padrões é fortemente influenciada pela granularidade dos dados, por

exemplo, se fossem utilizados dados de médias horárias os padrões encontrados

seriam diferentes.

A busca por padrões pode ser útil para planejamento na área ambiental e

agronômica por exemplo, áreas cujo conhecimento do comportamento dos dados

auxilia na tomada de decisões.



Capítulo 5

Conclusões

Este trabalho apresenta o desenvolvimento da MiMi - Plataforma Com-

putacional para Mineração de Dados Micrometeorológicos. A plataforma tem

como objetivo facilitar o desenvolvimento e validação de algoritmos de mineração

de dados aplicados a séries de dados micrometeorológicos bem como automati-

zar a execução do fluxo de processamento que deve ser executado nas tarefas de

mineração de dados.

A plataforma MiMi inclui um novo conceito em relação às arquiteturas

de software para mineração de dados, que é o tratamento das séries temporais

como um novo tipo de dado e um novo componente que atua entre as cama-

das da arquitetura, que é o processador, responsável por gerar a sequência de

processamento dos algoritmos.

A manipulação de um conjunto de séries temporais como sendo um ope-

rando e os algoritmos que manipulam as séries temporais como operadores pos-

sibilita a padronização no desenvolvimento dos algoritmos e facilita o acesso às

séries por esses algoritmos por meio dos operadores base definidos.

A definição da Classe Interface Operator permitiu que o fluxo de pro-

cessamento pudesse ser executado pela classe Processor que é responsável por

armazenar uma sequência de operadores e executá-los na ordem em que foram

adicionados à lista de operadores. Essa estratégia permite que aplicações possam

ser construídas utilizando a plataforma e que esse fluxo seja facilmente alterado

por meio de uma interface com o usuário.

A definição dos operadores permite ainda que os operadores sejam tra-

tados como componentes de software, permitindo que novos algoritmos sejam

incluídos de forma simples com poucas alterações para acessar o operando Time-

SerieOperand.

Os testes realizados puderam validar a plataforma mostrando que a cons-

66
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trução do fluxo de processamento acontece de forma simples utilizando a classe

Processor. Por meio dos testes informações importantes ainda puderam ser ex-

traídas. O agrupamento realizado nos dois conjuntos de dados utilizando dados

de Temperatura, Umidade Relativa do Ar e Radiação Solar que agrupou os dados

mensais de acordo com o que já revela a literatura a respeito dos locais aonde os

dados foram coletados, dividindo em 3 períodos distintos, um de muita chuva, ou-

tro de seca e outro chamado de período intermediário ou de transição. O teste de

busca por similaridade foi executado para encontrar as 4 manhãs mais similares

à manha do dia 24 de Julho de 2013. O teste de detecção de padrões desconheci-

dos revelou que eventos de quedas bruscas e retorno à normalidade nos dados de

temperatura na região denominada Torre PGFA duram 10 dias.

As atividades envolvendo os dados meteorológicos podem se beneficiar da

plataforma proposta uma vez que as definições estabelecidas por um especialista

de domínio pode ser reaproveitada, poupando tempo de calibração dos modelos.

Por meio das expressões de domínio as soluções encontradas podem ainda ser

integradas, facilitando o uso dos algoritmos por novos usuários.

5.1 Contribuições

Estas foram as principais contribuições geradas no desenvolvimento deste

trabalho:

• O uso das expressões de domínio permitem que o conhecimento do especi-

alista seja embutido no processo de mineração de dados em suas diversas

etapas.

• A possibilidade de encapsular o conhecimento do especialista de domínio

por meio das expressões de domínio permite que o especialista concentre

esforços em partes específicas do processo com a reutilização de expressões

de domínio já parametrizadas.

• A expressões de domínio permitem a reutilização de soluções já encontradas

por outros especialistas.

• A definição dos operadores permite a integração das etapas do processo de

mineração de dados.

• A construção da plataforma MiMi em forma de uma API permite que no-

vas aplicações que necessitem ser desenvolvidas se beneficiem de uma pla-
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taforma extensível e flexível que fornece mecanismos para manipulação dos

dados e integração de operadores.
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VEIRA, A. G., PAULO, S. R., NOGUEIRA, J. S. Variabilidade sazonal

horária das propriedades térmicas em gleissolo háplico no norte do panta-

nal. Semina. Ciências Agrárias (Impresso). , v.33, p.2563 - 2570, 2012.

10. CURADO, L. F. A., RODRIGUES, T. R., NOVAIS, J. W. Z., de OLI-

VEIRA, A. G., VENTURA, T. M., DE MUSIS, C. R, NOGUEIRA, J. S.

Adjustment of the Brunt‘s equation parameters for the Northern Brazilian

Pantanal. Journal of Ecology and The Natural Environment (JENE). , v.3,

p.157 - 162, 2011.

11. RODRGUES, T.R, CURADO,L.F.A, de OLIVEIRA, A. G., NOVAIS, J. W.

Z., PAULO,S.R, BIUDES, Marcelo Sacardi, NOGUEIRA, J.S Distribuição

dos componentes do balanço de energia do Pantanal Mato-grossense. Re-

vista de Ciências Agro-Ambientais (Online). , v.9, n.2, p.165 - 175, 2011.

5.3 Trabalhos Futuros

A plataforma MiMi atingiu os objetivos propostos neste trabalho, e seu

funcionamento abre novas perspectivas na área de mineração de dados meteoro-

lógicos. Nessas novas perspectivas, as principais melhorias e pesquisas a serem

desenvolvidas envolvem:

• Implementação de novos operadores de pré-processamento de dados e mine-

ração para que seja possível realizar mais testes e expandir a possibilidade

de análises.

• Implementação de técnicas de visualização de dados para que o usuário

possa visualizar na plataforma MiMi os resultados da mineração.

• Desenvolvimento de uma interface gráfica web para que os usuários pos-

sam utilizar os algoritmos implementados e visualizar os resultados, dessa

forma outros especialistas podem utilizar a plataforma e contribuir para o

desenvolvimento.
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• Desenvolvimento de um editor de expressões de domínio na interface gráfica

para que seja possível o usuário especialista de domínio manipular e utilizar

as expressões existentes, bem como armazenar novas expressões.

• Disponibilização dos operadores por meio de serviços web para que seja

possível integração por outras ferramentas, bem como a possibilidade de

consumo de serviços em forma de operadores.

• Integração com ferramentas já existentes como R, MatLab e Weka. Isso é

necessário porque essas ferramentas já fornecem um conjunto de algoritmos

de mineração de dados com eficiência já comprovada.

• Validar a plataforma em outros contextos que envolvam dados temporais.
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